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Resumen y Abstract VII

Resumen

El cancer de pulmén es una de las principales causas de mortalidad a nivel mundial, en
América del Sur y Colombia, presentando altas tasas de mortalidad; situacién por la cual su
detencion temprana es crucial para mejorar las tasas de supervivencia de aquellos quienes
padecen dicha patologia. En este sentido y haciendo uso de los avances tecnoldgicos como las
redes neuronales convolucionales que apoye en la deteccidon temprana de las enfermedades
pulmonares como: Atelectasia, infiltracién, masa o nddulos, se establece el uso y evaluacién de
los algoritmos de aprendizaje profundo Adam y SGDM para clasificar y detectar dichas
patologias haciendo uso de las imagenes médicas es Adam y SGM; obteniendo una precision

de 87.30% en el entrenamiento y validacién con SGDM en Matlab 2022a.

Palabras clave: diagndstico asistido, imagenes médicas digitales, Redes neuronales

convolucionales, patologias de pulmén






Resumen y Abstract IX

Abstract

Lung cancer is one of the leading causes of mortality worldwide, in south America and
Colombia, presenting high rates of mortality; situation for the which its detection early is
crucial for improve the rates of survival of those who suffer said pathology. In the sense and
doing use of the progress technological as the networks neuronal convolutional that support
in the early detection of the diseases pulmonary as: Atelectasis, Infiltration, mass or nodules,
is establishes the use and evaluation of the algorithms of learning deep Adam and SGDM for
classify and detect these pathologies doing of the images medical is Adam and SGDM; getting
a precision of 87.30% in training and validation with SGDM in Matlab 2022a.

Keywords: assisted diagnosis, digital medical images, convolutional neural networks,

pathologies of lung.
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Introduccion

La enfermedad pulmonar es una enfermedad que afecta a los pulmones y otras partes
del sistema respiratorio, las enfermedades pulmonares son causadas por
infecciones, tabaquismo, inhalacion de humo de tabaco ambiental, amianto u otras formas de
contaminacidn del aire. Las enfermedades pulmonares incluyen asma, enfermedad pulmonar
obstructiva crénica (EPOC), fibrosis pulmonar, neumonia y cancer de pulmén (Cancer,

Diccionario de cancer del NCI, s.f.).

Por otra parte, el cancer de Pulmoén es una enfermedad que cuenta con la presencia de tumores
o células cancerosas en los tejidos en los pulmones, teniendo en cuenta que hay dos tipos
principales de cancer de pulmoén: de células pequefias y de células no pequeiias (Cancerologia,
s.f.). Seglin la Organizacién Mundial de la Salud (OMS), la enfermedad pulmonar obstructiva
crénica (EPOC) no es una enfermedad tnica, sino mas bien un término general que abarca
varias enfermedades pulmonares cronicas prevenibles y tratables que restringen el flujo de
aire en los pulmones y causan discapacidad e incluso la muerte (Social, s.f.), Ademas de esto,
las enfermedades pulmonares se pueden clasificar en muchas categorias diferentes segin los
criterios utilizados, pero las mas practicas dependen del periodo de tiempo en el
que evolucionen, es decir, se puede clasificar en aguda si ocurre recientemente y crénica si
duramas de 2-3meses dedesarrollo. Por ejemplo, algunas enfermedades, como
el asma, pueden tener una fase critica estable pero asintomatica que puede empeorar si hay un

desencadenante que la active (Martinez, 2023).

Durante los ultimos afios la tecnologia se ha revolucionado para mejorar la calidad de vida de
los seres humanos, esto se ha logrado gracias a las implementaciones que se han realizado en
aspectos mas importantes como la salud. Actualmente los esfuerzos cientificos estan centrados
en la creacién de nuevas tecnologias que cubran las necesidades de los seres humanos y

consigan aumentar la calidad de vida de todas las personas (Equipo editorial, 2013).
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Vale la pena sefialar que la nueva sociedad se fund6 sobre los pilares de la ciencia y la
tecnologia, dos formas de aprendizaje que estaban estrechamente relacionadas e involucradas
en el gran progreso social que tenia como objetivo primordial la extension de la vida. Teniendo
en cuenta que la medicina es uno de los principales beneficiarios de la tecnologia ya que cada
vez se va introduciendo mas soluciones con la ayuda de la inteligencia artificial, el Big Data y
el Internet de las cosas, y por el beneficié que trae con ella misma como lo es la disponibilidad
en la atencién médica oportuna (Equipo editorial, 2013). Igualmente surgen tratamientos

alternativos segun tecnologias para abordar patologias pulmonares.

Ademas, las redes neuronales es una tecnologia de inteligencia artificial que ensefia a las
computadoras a procesar un gran volumen de datos ya que este funcionamiento se asemeja al
funcionamiento del cerebro del ser humano. Este tipo de procesos de aprendizaje
automatico llamado aprendizaje profundo, que utiliza nodos o neuronas interconectados en
una estructura jerarquica similar al cerebro humano, De esta manera, la red neuronal artificial
puede resolver problemas complejos (AWS, 2023),comoes la deteccion de patologias

pulmonares por medio del entrenamiento de este.

Actualmente en Colombia, hay alrededor de dos médicos por cada 1.000 habitantes, por lo que
deberia ser 10 médicos por cada 1.000 habitantes (Portafolio, 2023). Por tal motivo, la
inteligencia artificial se ha convertido en un apoyo en el campo de la medicina, teniendo
innumerables aplicaciones para el acompafiamiento de los profesionales de la salud en la
atencion de los usuarios. El directivo Ivdn Andrés Bobadilla, jefe de la unidad especial de
radioterapia del CTIC que es la unidad avanzada para el manejo integral del cancer en
Colombia, ve la inteligencia artificial como una herramienta como un complemento para el
apoyo de los profesionales de la salud en el ambito de andlisis, precision, deteccion y

tratamiento del cancer (Colombia L. A., 2024).

A pesarde los avances tecnoldgicosactuales, gran parte del sistema de salud
continda almacenando los datos de cada paciente en archivos fisicos, creando un ciclo
econdmico negativo, especialmente para dos actores del ecosistema: los centros médicos y los
seguros. Debido a que existe una brecha entre la atencién que brindan los hospitales y lo que

los pacientes pueden pagar, el seguro médico no cubre la atencién que los pacientes necesitan.
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El uso de inteligencia artificial (IA) en el analisis de datos ahora puede ayudar a los centros de
salud y aseguradoras de América Latina a mejorar la calidad de vida de los pacientes, detectar

fraudes y crear oportunidades de negocio (Colombia D., s.f.).

Identificacion del Problema

Planteamiento del problema

El cancer de pulmén es una enfermedad dificil de detectar oportunamente, siendo una
enfermedad con mayor impacto social y econdmico a nivel mundial (Publica, 2022) por lo cual
mas del 75 % de los pacientes detectados en las fases mas avanzadas no logran sobrevivir, y el
15% de los pacientes sobreviven durante los 5 afios después del diagndstico (MATA, 2005).
Solamente en Colombia en el afio 2022 fue el quinto cancer con mayor detecciéon siendo
correspondiente al 6,1% y la mayor mortalidad correspondiente al 11,1% por afio en el pais,
incluso se estima que cada afio sucede en Colombia aproximadamente 9,2 muertes por

100.000 habitantes a causa del cancer de pulmoén (Publica, 2022).

A partir de esto, la utilizacion de las redes neuronales para la deteccidén de enfermedades
pulmonares de alto riesgo, logra ofrecer un aumento predictivo de presion del 5 al 10%; ya
que estas suelen tener en cuenta las relaciones no lineales sin llegar a tener la necesidad de
seguir con modelos concretos (J. Trujillano, 2003). El diagnéstico médico de enfermedades
basadas en imagenes es fundamental en la salud, pero puede ser dificil y propenso a errores,

ya que los procesos se realizan manualmente.

Por otro lado, la interpretacion de las imagenes médicas la realizan los profesionales de la
salud siendo estos los radiélogos y los médicos, esto puede llevar mucho tiempo logrando que
los médicos lleguen a un punto de fatiga y a veces debe realizarse estas revisiones por mas de
dos especialistas, llevando asi varias hipotesis inconclusas sin contar el tiempo dedicado a este

proceso (Shen, 2017).
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En el Ambito de la salud, la utilizacién de redes neuronales ha revolucionado el analisis de
imagenes médicas, ofreciendo un enfoque diferente para detectar patologias relacionadas con
el cancer de pulmdn, mediante el procesamiento y andlisis digital de imagenes de diagnostico
(nytimes, 2019). Las redes neuronales, es una forma de inteligencia artificial basada en la
estructura neuronal del cerebro humano, que han demostrado ser capaces de interpretar
datos complejos de imagenes médicas con alta precisién y eficiencia. Aprovechando los , de
igual forma se han desarrollado redes neuronales capaces de analizar grandes cantidades de
imagenes médicas para identificar anomalias que puedan indicar la presencia de cancer de
pulmén (nytimes, 2019), para esto, el procesamiento digital de imagenes, juega un papel
fundamental en la mejora de la precisién y confiabilidad de las imagenes médicas,

particularmente en el contexto de la deteccion de enfermedades (Calleja, 2022).

Por lo tanto, el cancer de pulmdn sigue siendo una de las formas de cancer mas prevalentes y
mortales a nivel mundial, con un impacto significativo en la salud publica (Medicine, Preguntas
y respuestas en cancer de pulmon, 2023); la deteccion y el diagnéstico de patologias del cancer
de pulmén desempeiian un papel crucial para brindar un tratamiento oportuno y eficaz a los
pacientes. Las patologias relacionadas con el cancer de pulmén abarcan una variedad de
anomalias, incluidos nédulos pulmonares, tumores y metastasis, que pueden identificarse
mediante técnicas de diagndstico por imagenes como la tomografia computarizada (TC) y las
radiografias, para identificar caracteristicas especificas asociadas con el cancer de pulmdn
(univision, 2023). Estas imagenes de diagndstico sirven como herramientas valiosas para los
profesionales de la salud a la hora de evaluar la presencia y progresion del cancer de pulmon,
destacando la importancia de un andlisis preciso y eficiente para obtener resultados éptimos

para los pacientes.

Pregunta Problema

El procesamiento digital de imagenes de diagnéstico ha revolucionado el campo de las
imagenes médicas, permitiendo a los proveedores de atencion médica mejorar la calidad y el
detalle de las exploraciones radiolégicas para un andlisis mas preciso (univision, 2023). La
inteligencia artificial, concretamente las redes neuronales, se ha establecido como una potente

herramienta en el analisis de imagenes radiologicas para la deteccidn de patologias del cancer
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de pulmén (NUBIX, s.f.). Al entrenar redes neuronales con un gran conjunto de datos de
tomografias computarizadas y rayos X, se han podido desarrollar algoritmos capaces de
identificar presencia de sintomas leves de cancer de pulmén en etapas tempranas (nytimes,
2019). Esta tecnologia avanzada tiene el potencial de revolucionar la forma en que se detecta
el cancer de pulmén, ofreciendo una via prometedora para mejorar los resultados de los
pacientes mediante una intervencién y un tratamiento temprano.

En este contexto surge la pregunta: ;Cémo puede una red neuronal convolucional detectar
patologias referentes al cancer de pulmén mediante el procesamiento digital y analisis de

imagenes diagnosticas?

Antecedentes y Justificacion

El diagndstico temprano y preciso de patologias pulmonares, especialmente del cancer de
pulmén, es crucial para mejorar la tasa de supervivencia y optimizar los tratamientos médicos.
Sin embargo, el proceso de interpretacion de imagenes médicas, como radiografias y
tomografias, puede ser complejo y propenso a errores debido a la subjetividad inherente a la
evaluacion del profesional. En este sentido, el campo de la inteligencia artificial, en especial la
relacionada con las redes neuronales convolucionales (CNN), ha demostrado un gran potencial
para el andlisis automatizado de imagenes médicas y la deteccion de anomalias. A
continuacion, se establecen los antecedentes y la justificacion del presente estudio, que busca
establecer un sistema basado en CNN para la deteccién y clasificaciéon de patologias

pulmonares a partir del analisis de imagenes médicas diagnosticadas.

Antecedentes

Los pulmones cuenta con la funcién mas importante para ser el ser humano, al respirar se logra
introducir al organismo de oxigeno (02) el cual proporciona la energia necesaria para que
funcione correctamente el organismo y sin esta el cuerpo no cumple la funciéon adecuada
(Pacientes, 2024), de igual forma, la funcién de los pulmones es intercambiar gases con la
sangre, en los alvéolos se produce el proceso de transferencia de oxigeno del aire a la sangre y

transferir diéxido de carbono de la sangre al aire, si en algtn paso de estos procesos llegase a
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fallar, se puede producir las enfermedades pulmonares, esto dependiendo de la magnitud del

dafio ocasionado (Pacientes, 2024).

Segtn el Observatorio Mundial del Cancer (GLOBOCAN, por su sigla en inglés) del afio 2020, el
cancer de pulmoén es el segundo cancer mas comuin en el mundo con una tasa de casos del
11,4%, después le sigue el cancer de mama en las mujeres con una tasa de 11,7% del total de
casos. En cuanto a la mortalidad, el cancer de pulmon sigue siendo la principal causa de muerte
por cancer en todo el mundo, teniendo un porcentaje de 18% tanto de hombres como de
mujeres(“Tendencias en la mortalidad por cancer de pulmén en Colombia, 1985-2018"). En
las mujeres, este se ubica en el tercer lugar en incidencia con un porcentaje de casos reportados
del 8,4%, después sigue el cancer de mama con un total de 24,5% casos y le sigue el cancer de
colon rectal con un total de casos de 9,4%; teniendo en cuenta esto, es el en segundo lugar en
mortalidad por cancer con un total de casos de 13,7%, seguido por el cancer de mama con un
total de casos de 15,5%. En los hombres, el cancer de pulmén es el mayor reportado con una

tasa de casos reportados del 14,3%, y una tasa de mortalidad del 21,5% (Publica, 2022).

En América del Sur durante el 2020, la tasa de casos reportados de cancer de pulmoén fue
tomada por edad para un total de casos reportados de 17,8 por cada 100.000 habitantes en los
hombres y con una tasa de casos reportados de 10,3 por cada 100.000 habitantes en las
mujeres. En este mismo afio, fue el quinto cancer con comin en Colombia con un porcentaje
de casos reportados del 6,1%, seguido del cancer de mama con un porcentaje de casos de
13,7%, luego el cancer de prdéstata del 12,8% casos reportados, el cancer de colon rectal del
9,5% casos y finalmente el cancer de estobmago con un total de 7,3% de casos. Con tasas de
mortalidad, el cancer de pulmon es la segunda causa de muerte con un reporte del 11,1%. En
Colombia, las muertes anuales por cancer de pulmén se estima que cada afio ocurren
aproximadamente 9,2 muertes por cada 100.000 habitantes, cifras similares a la de otros

paises como lo son en Brasil, Chile, Paraguay y Venezuela (Publica, 2022).

La problematica del cancer de pulmén en Colombia fue analizada por la CAC (Cuenta de Alto
Costo) durante el 2023, para esto se han reportado cerca de 5.879 casos de cancer de pulmén
tanto para hombres como para mujeres; este andlisis fue realizado entre el periodo

comprendido de enero del 2022 y enero del 2023, para lo cual, se reportaron cerca de 1.522
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casos nuevos, logrando asi ocupando el séptimo lugar entre 11 tipos de cancer diferentes de

caracter prioritario. (Costo, s.f.).

Los casos mas notificados son principalmente en hombres, que representa el 53,35% de casos,
para esto, las dos regiones con mayor reporte de cancer de pulmdn fue la Central con el
porcentaje de 42,38% casos y la regién Caribe con un porcentaje aproximados de 20,04%
casos. De los casos reportados, el 99,67% fueron invasivos y poco mas de la mitad fueron
diagnosticados en fase 4 el cual lleva a un porcentaje de 54,53%. La mayoria de estos casos
ocurren en pacientes entre los 60 y 79 afios; en cuanto a la poblacién especial, el 1,38% de
personas corresponden a la poblacion en condiciones de desplazamiento, mientras que el

1,45% correspondia a la poblacién de raza negra o indigena (Forero, 2023).

Uno de los mayores desafios en el control de cancer de pulmén es promover los oportunos
chequeos médicos junto con los controles, para asi llevar un diagnostico oportuno (Leidy
Alexandra Jiménez Forero, s.f.); con base a esto para el 2022, siete departamentos del pais
tuvieron un buen diagndstico inicial entre la poblacion, desde su diagnoéstico inicial hasta la
confirmacién del cancer de pulmén, teniendo un resultado entre los primeros 40,20 dias, por
lo tanto, la region pacifica es caracterizada por tener el menor tiempo de espera de
diagnosticos de cancer de pulmdén dentro de su poblacidn, seguido del cumplimiento del
departamento de Narifio con un diagnostico oportuno de espera de 29,86 dias (Leidy

Alexandra Jiménez Forero, s.f.).

Desde luego, es importante tener en cuenta la priorizacién de las estrategias para la deteccion
temprana de cancer de pulmoén, para poder proporcionar a los pacientes los tratamientos
adecuados y llegando a optimizar los recursos del sistema de salud (Forero, 2023). Sin
embargo, el acceso a los diagndsticos y tratamientos varia significativamente con cada tipo de
cancer de pulmoén y mas en su etapa 4. Incluso, realizar la detecciéon temprana de las
enfermedades pulmonares, es esencial para aumentar las tasas de supervivencia, ya que el
tratamiento en estas en etapas tempranas ofrece una mayor posibilidad de éxito del
tratamiento (Medline Plus, 2021). El analisis de imagenes diagndsticas, como radiografias de
torax y tomografias computarizadas (TC), es fundamental en la detecciéon del cancer de
pulmdn. Para comprender plenamente los antecedentes del uso de redes neuronales en el

analisis de imagenes diagnosticas para el cadncer de pulmén, es crucial explorar el contexto
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histérico y cientifico que ha llevado al desarrollo y la aplicacién de estas tecnologias. Desde los
primeros intentos de automatizar la interpretacion de imagenes médicas hasta los avances
actuales en el aprendizaje profundo, el camino hacia el uso de redes neuronales en el

diagnéstico del cancer de pulmdn ha sido un viaje lleno de desafios y descubrimientos.

En Colombia el uso de los diversos métodos de diagnostico de enfermedades pulmonares como
es el cancer de pulmon, se realiza por medio de una radiografia de térax, siendo esta la prueba
inicial mas usada para detectar cualquier tipo de anomalias en los pulmones (Bastidas,
Herreros, Saavedra, & Sanchez),de igual forma la tomografia computarizada logra
proporcionar imagenes mas detalladas acerca de las patologias pulmonares, segiin un estudio
realizado por el hospital universitario san Ignacio de Bogota "la TC de térax es la modalidad de
imagen mas precisa para la evaluacién del cancer de pulmén” (Cancerologia R. C., 2023); asf
mismo es usada la biopsia como medio de confirmacién de diagndstico, estas son llevadas a
cabo por medio de broncoscopias, puncién con aguja o hasta una cirugia, el método de
extraccion de la biopsia va a depender de la accesibilidad y ubicacién del tumor (Plus, Biopsia
pulmonar por puncién, 2022). En Colombia, se ha implementado la espirometria
computarizada, que permite una mayor precisién y estandarizaciéon en la mediciéon de la
funcion pulmonar, seglin un estudio realizado por el Hospital Universitario de la Samaritana

en Bogota (Rodriguez, 2020).

Sin embargo, en Colombia se cuenta con varios avances médicos para la deteccién de cancer
de pulmoén, por medio de tamizaje en personas de alto riesgo, este programa fue implementado
por el instituto Nacional de Cancerologia (INC), el cual se da uso a la tomografia computarizada
de baja dosis (Cancerologia R. C., Desenlaces clinicos de pacientes con cancer de pulmén de

célula no pequefia temprano manejados quiriurgicamente en Bogot4, 2023).

A si mismo, investigadores de la universidad de los andes de Bogota, han trabajado en la
implementacion y uso de las CNN para la clasificacién de enfermedades pulmonares como la
fibrosis pulmonar y la neumonia, por medio de la realizacién de las imagenes TC (Ramirez,
2022). Sin embargo, el hospital universitario san Ignacio en Bogota, ha intervenido en el uso

de las CNN para la detecciéon de nédulos pulmonares por medio de TC, que mostro un alto
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rendimiento en esta deteccidn, logrando una sensibilizacién de deteccién parecida a la que

realizan los radi6logos expertos del hospital (Moreno, 2023).

Por otro lado, la universidad de Antioquia se ha encargado de desarrollar proyectos de
investigacion por medio de las CNN, para realizar una mediciéon automatica del enfisema
pulmonar que también usan imagenes realizadas por TC, estas mediciones mostro una alta

relacidn con base a las realizadas manualmente por los expertos (Velasquez, 2022).

Las imagenes médicas como las radiografias, resonancias magnéticas y tomografias son
complejas a la hora de su lectura e interpretacidn ya que contiene informacién importante de
la salud del ser humano (Plus, 2023). Cada imagen médica contiene caracteristicas
importantes para el diagnostico que en su lectura pueden ser sutiles y dificiles de detectar con
los métodos convencionales actuales (Medline Plus, 2021), con el uso de la informatica médica
en las décadas de 1970 y 1980, surgieron los primeros intentos de automatizar el analisis de
imagenes médicas. Estos sistemas iniciales se basaban en algoritmos de procesamiento de
imagenes y técnicas de extraccion de caracteristicas para identificar patrones de interés en las
imagenes. Si bien estos enfoques fueron un paso adelante en la automatizacién del diagnéstico
por imagenes, su capacidad para manejar la complejidad de las imagenes médicas,
especialmente en el caso del cAncer de pulmon, era limitada. Estas lecturas, seguian depender
de la experiencia o capacitacion del médico especialista, mediante las redes neuronales que

mejorarian el proceso de andlisis, teniendo un enfoque mas preciso y objetivo (Shen, 2017).

La llegada de las redes neuronales artificiales en la década de 1980 marc6 un punto de
inflexion en el campo del andlisis de imagenes médicas. Inspiradas en el funcionamiento del
cerebro humano, estas redes ofrecian la capacidad de aprender automaticamente a partir de
ejemplos y realizar tareas complejas, como la clasificacién de imagenes (Saavedra, 2000). Sin
embargo, en ese momento, el poder computacional limitado y la falta de conjuntos de datos

suficientemente grandes restringian su aplicacion practica en el diagndstico médico.

En 2016, Ardila y sus colegas demostraron que las redes neuronales convolucionales (CNN),
un tipo especifico de red neuronal disefiado para el procesamiento de imagenes, podian
identificar nddulos pulmonares en radiografias de térax con una precisién comparable a la de

los radi6logos expertos (Ardila et al., 2016). Este estudio marcé un hito importante en el uso
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de redes neuronales para el diagnéstico del cancer de pulmoén y generd un interés renovado
en la aplicacién de estas tecnologias en la medicina.

Desde entonces, se han realizado numerosos avances en el campo del analisis de imagenes
diagnésticas para el cancer de pulmon utilizando redes neuronales. Ademas de la deteccion de
ndédulos pulmonares, las redes neuronales se han utilizado para la clasificacién de nédulos
como benignos o malignos y la segmentacién de tumores pulmonares en imagenes de
tomografia computarizada (TC) (Shen et al., 2017; Wang et al,, 2019). Estos avances han sido
posibles gracias a la combinacién de varios factores, incluido el aumento en la disponibilidad
de datos de imagenes médicas anotadas, los avances en la arquitectura y el entrenamiento de

redes neuronales, y el desarrollo de técnicas de aprendizaje profundo mas sofisticadas.

Aunque estos avances persisten varios desafios en el uso de redes neuronales para el
diagnostico del cancer de pulmén. Uno de los principales desafios es la interpretacion de las
decisiones de las redes neuronales, que a menudo se consideran cajas negras debido a su
complejidad y falta de transparencia. Esto plantea preocupaciones sobre la confiabilidad y la
reproducibilidad de los diagndsticos basados en redes neuronales, especialmente en entornos
clinicos donde la interpretacidn precisa de los resultados es crucial. Otro desafio importante
es la falta de datos de entrenamiento representativos y equilibrados. Los conjuntos de datos
utilizados para entrenar redes neuronales a menudo estan sesgados hacia ciertos grupos de
pacientes o tipos de cancer, lo que puede afectar la generalizacion de los modelos a poblaciones

diversas.

Sin embargo, el uso de redes neuronales en el analisis de imagenes diagnosticas para el cancer
de pulmén sigue siendo un area de investigacion activa y prometedora. Es ahi donde aparecen
las redes neuronales convolucionales, donde su propiedad mas importante es su capacidad de
aprender a partir de patrones de entrenamientos, que diferencia las caracteristicas mas
relevantes de un grupo de datos, este proceso de aprendizaje de entrenamiento en la red puede
supervisarse o no supervisarse (Salas, 2004), teniendo en cuenta esto, el aprendizaje
supervisado de las redes consiste en entrenar la red a partir de un conjunto de datos, siendo
esta capaz de encontrar un modelo de procesos desconocidos (Salas, 2004). De igual forma el

aprendizaje no supervisado se presenta solo en un conjunto de patrones teniendo como
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objetivo el algoritmo de tal forma que se llegue a encontrar alguna estructura o configuraciéon

presente en los datos (Salas, 2004).

Las redes neuronales o también conocido como neuro redes es un modelo tecnolégico
evolucionado que estd inspirado en el funcionamiento real del cerebro de un ser humano, que
han llegado a demostrar ser muy eficaces en la aplicacién de diversos sectores tecnoldgicos
incluido el andlisis de imagenes médicas, seguin las investigaciones de los cientificos durante
el transcurso de las décadas concluyen que el cerebro humano tiene un sistema altamente
complejo, no-lineal y paralelo (Saavedra, 2000). La propiedad mdas importante de estos
modelos de redes neuronales convolucionales es su capacidad de aprender a partir de
patrones de entrenamientos que diferencia las caracteristicas relevantes de un grupo de datos,
este proceso de aprendizaje de entrenamiento en la red puede supervisarse o no supervisarse

(Salas, 2004).

Asi mismo, el aprendizaje supervisado consiste en entrenar la red neuronal a partir de un
conjunto de datos tanto de entrada como de salida, siendo esta capaz de encontrar un modelo
de procesos desconocidos que genera una salida de informacidn el cual la salida hace el rol de
supervisor de la red (Salas, 2004). El aprendizaje no supervisado se presenta solo en un
conjunto de patrones teniendo como objetivo del algoritmo de ajustar la red de tal forma que
llegue a encontrar alguna estructura o configuracion presente en los datos (Salas, 2004).Por
tal motivo el uso de las redes neuronales para el analisis de imagenes médicas ha ganado
popularidad en los tultimos afios debido a su capacidad para procesar volimenes de datos y
extraer de ellas las caracteristicas mas relevantes y reconociendo patrones que podrian ser

dificiles de detectar a simple vista por los seres humanos (Shen, 2017).

“Antes de las redes neuronales convolucionales (CNN), se utilizaban métodos manuales de
extraccion de caracteristicas que requerian mucho tiempo para identificar objetos en
imagenes. Sin embargo, actualmente las redes neuronales convolucionales proporcionan un
enfoque més escalable” (IBM, s.f.). Para esto la deteccién temprana y precisa de patologias
pulmonares en imagenes médicas es crucial para un diagndstico preciso y un tratamiento
oportuno, lo que lleva a una necesidad de tener herramientas de andlisis automatizado-

eficaces (Organizacion Mundial de la Salud, s.f.).
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Justificacion

El cancer de pulmén es la principal causa de muerte en todo el mundo, durante el 2020 se
diagnosticaron cerca de 10 millones de defunciones a causa de esta enfermedad. Cada afio,
cerca de 400.000 nifios contraen cancer (minsalud, 2023); aunque los tipos de cdncer mas
frecuentes depende de la ubicacién geografica del pais, siendo el cancer de cuello uterino el
mas habitual en 23 paises, las técnicas de imagenes médicas digitales se han utilizado cada vez
mas en la practica médica durante los ultimos 15 afios. Adicional, el uso de la tomografia
computarizada (TC), la resonancia magnética y las técnicas de medicina nuclear han
revolucionado la imagen médica (Dominguez Torres, 1996). Las redes neuronales no seran
una suplente del especialista en radidlogo, si no que les dara a estas ultimas herramientas con
el fin de atender una gran demanda de imagenes para los diagndsticos y realizar el diagnostico

basado en informacién (SALUD, 2018).

Por lo tanto, actualmente no hay ningtiin procedimiento diagnostico o tratamiento médico que
no sea apoyado bajo las imagenes médicas, ya que esto representa visualmente un estado
actual del interior del cuerpo del ser humano (Martin, 2018). Ademas, el control o revisiéon de
las imagenes médicas se realiza por pura inspeccion visual, lo que no permite identificar las
caracteristicas reales o patrones de la patologia misma, que a su vez puede interferir en un

tratamiento adecuado del paciente (Martin, 2018).

Conlainfluenciade la  tecnologia, los médicos tienen mdas posibilidades
de tener acceso a una informaciéon estable y esto implica una capacidad de analisis mayor
(MD, 1999). La optimizacién de redes neuronales para el reconocimiento de patrones en
imagenes médicas tiene el potencial de mejorar la precisidn del diagnéstico, permitiendo una
deteccion temprana y precisa de enfermedades (Fuyong Xing, 2021). Esto puede llevar a una
mejor gestidon de la salud del paciente, un tratamiento mas efectivo y en ultima instancia

mejores resultados clinicos. (Fuyong Xing, 2021).

Las redes neuronales han demostrado ser tan precisas como los radidlogos expertos en la
deteccion de cancer de pulmdn, e incluso pueden superar a los radidlogos en algunos casos
(Ardila, et al., 2016). Esto se debe a la capacidad de las redes neuronales para aprender

patrones complejos a partir de datos de imagenes, pueden analizar grandes cantidades de
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imagenes de forma rapida y eficiente, lo que puede reducir el tiempo de diagndstico y agilizar
el proceso de atencion médica. Por lo tanto, esto fortalecera el trabajo en la rama de la salud,
disminuyendo las equivocaciones de diagndstico y aumentando la productividad de manera
sostenida (SALUD, 2018). Incluso el sistema de redes neuronales podria generar resultados
mas exactos y ademads incorporar la radiologia diagnéstica para una mayor precisién en el
diagnostico del paciente (Fuyong Xing, 2021) y la evolucién de los modelos hacia formas de
atencion personalizada se refleja hoy. Con el fin de lograr esto, en la actualidad se tiene nuevas
herramientas a disponibilidad que simplifican la atencién de una serie de personas (SALUD,

2018).

Objetivos

Objetivo General

Comprobar la precisién y desempefio de una red neuronal en la caracterizacién y diagnéstico
de patologias asociadas al cancer pulmonar, mediante el procesamiento de imagenes clinicas

diagnosticadas.

Objetivos Especificos

1. Entrenar la red neuronal para la deteccion de las patologias pulmonares como el
cancer de pulmdn mediante el uso de imagenes médicas diagnosticadas.

2. Validar el funcionamiento del algoritmo de pre entrenado de la red neuronal haciendo
uso de modelos existentes.

3. Evaluar los resultados arrojados por la red entrenada en relacién con los resultados

obtenidos en los diagndsticos profesionales.

Alcances y Limitaciones

Alcances

El alcance del proyecto es desarrollar el sistema de red neuronal para la detecciéon de

patologias de cancer pulmonar de una manera precisa y efectiva, centrandose en las patologias
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como atelectasia, infiltracién pulmonar, Nédulos y masas pulmonares. Para lograr dicho
sistema se empleara el uso de 100.000 imagenes médicas previamente diagnoésticas por los
institutos Clinica: NIH Clinica Center Américas Research Hospital y Japanese Society of
Radiologica Technology, logrando una precisién superior al 80% de la clasificacion de las
patologias pulmonares, teniendo como producto final el sistema, asi como el c6digo necesario

para la ejecucion correspondiente.

Limitaciones

Es fundamental considerar las limitaciones durante el desarrollo e implementaciéon de
sistemas de redes neuronales para detectar y clasificar patologias pulmonares mediante
imagenes médicas. Aunque las redes neuronales tienen un gran potencial, existe un riesgo
asociado ala cantidad de imagenes disponibles para el analisis, asi mismo un conjunto de datos
mas amplio permitiria un rango amplio de entrenamiento y validacion, lo que podria mejorar

el rendimiento del sistema.

Sin embargo, la interpretaciéon de imagenes médicas puede ser subjetiva, y los resultados
obtenidos pueden variar segun el conjunto de datos utilizado y la interpretacion de los
expertos en radiologia, lo que podria afectar la validez del diagnéstico. Es crucial contar con
conjuntos de datos diversos y bien etiquetados, junto con la participaciéon de radiélogos

expertos en el proceso de entrenamiento y validacién.

Ademads, contar con una infraestructura computacional robusta y dedicada para el
entrenamiento en paralelo de las redes neuronales propuestas es esencial. De lo contrario, se
presenta una limitacién importante, ya que el proceso correspondiente puede tardar hasta
mas de 72 horas para obtener y validar los resultados, lo que podria dificultar el desarrollo y

la implementacion eficiente del sistema.

Por lo tanto, es necesario abordar estas limitaciones mediante la construccion de conjuntos de
datos representativos, la colaboracién estrecha con expertos clinicos, y la adquisicién de

recursos computacionales adecuados para garantizar el éxito en el desarrollo e
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implementacién de sistemas de redes neuronales confiables para el diagndstico de patologias

pulmonares basados en imagenes médicas.
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1.Marco de Referencia

El diagnéstico preciso de patologias pulmonares es un desafio critico en el campo de la
medicina y el uso de técnicas de analisis digital de imagenes pueden desempefiar un papel
fundamental en la mejora de los resultados clinicos. Es, por tanto, que las redes neuronales
convolucionales han demostrado un potencial significativo para el procesamiento y analisis de
imagenes médicas, lo que ha impulsado su creciente adopcion en aplicaciones de diagndstico
asistido. En esta seccidn, se examinan las diferentes patologias médicas de pulmon, la
importancia del diagnostico oportuno de las mismas, los fundamentos de las CNN y su
aplicabilidad en el andlisis de imdgenes médicas, y se revisan algunos trabajos relacionados
que han abordado el uso de estas tecnologias en el contexto del diagnostico de enfermedades

pulmonares.

1.1 Marco Conceptual

Los pulmones son 6rganos fundamentales en los seres vivos ya que son el centro del sistema
respiratorio, estos drganos cuentan con una caracteristica particular que son esponjosos de
color gris rosaceo y se encuentran en el pecho dentro de la cavidad toracica permitiendo la
entrada de oxigeno y la eliminacién de didxido de carbono, este didxido de carbono es un gas
de deshecho que sale de la sangre a los pulmones y es exhalado por lo que el proceso es
conocido como intercambio de gases (National Heart, 2022).

El sistema respiratorio estd compuesto por la traquea, musculos de la pared toracica y el
diafragma, junto con los vasos sanguineos y otros tejidos. Estas partes que trabajan en
conjunto permiten el trabajo respiratorio y el proceso de intercambio de gases, pero también

en el cuerpo se cuenta con otro 6rgano esencial para este funcionamiento y es el cerebro, este
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controlala frecuencia respiratoria en el cuerpo e identifica la necesidad tanto del oxigeno como
del di6xido de carbono para el cuerpo (National Heart, 2022).

Mas alla de la funcién de los pulmones en el sistema respiratorio que aparenta ser muy simple,
los pulmones son esenciales para mantener el equilibrio fisiolégico del cuerpo de los seres
vivos, influyendo en aspectos tan variados como la salud cardiovascular, la funcién cognitiva y
el bienestar general. En este marco conceptual, se describen conceptos relacionados con las

patologias pulmonares que pueden presentarse en los humanos.

Figura 1. Conoce tus pulmones y como se lleva adelante el proceso de la respiracion
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Fuente: Conoce tus pulmones y como se lleva adelante el proceso de la respiracion (Red, s.f.).

1.1.1 Radiografia

La radiografia es un examen rapido que no produce dolor. Logrando capturar las imagenes de
las estructuras Oseas del cuerpo. Para esto los rayos X deben atravesar el cuerpo y absorber
diversas cantidades segin la densidad del material que atraviesan, estos procesos los
materiales densos como el hueso o el metal se pueden presentar en tonos blancos, mientras
que el aire en los pulmones se logra mostrar en negro, mientras que la grasa y el musculo se
visualizan en tonos de gris. Algunos tipos de radiografias requieren la administracién de un
contraste (como yodo o bario) para destacar detalles adicionales en la imagen (Mayoclinic,

Radiografia, s.f.).

Figura 2. Radiografia del térax
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Radiografia del torax

1.1.2 Atelectasia

La atelectasia es un colapso del tejido pulmonar debido a la pérdida de volumen de este, si la
atelectasia es extensa, los pacientes pueden experimentar dificultad para respirar o
insuficiencia respiratoria. La atelectasia generalmente no presenta sintomas, pero en algunos
casos puede ocurrir hipoxemia y dolor en el pecho. El diagnéstico se realiza mediante
radiografia de torax. Incluso la atelectasia no presenta sintomas, salvo hipoxemia o neumonia.
El tratamiento incluye controlar la tos, respirar profundamente y tratar la causa (Steinbach,

2023).

Las principales causas de la atelectasia son:

e La obstruccién de las vias respiratorias internas (Por ejemplo, cuerpo extrafio, tumor,
tap6n mucoso)

o Compresion de las vias respiratorias externas (por ejemplo, cancer)

e Respiracion lenta o tos (por ejemplo, anestesia general, sedacidn excesiva o dolor)

e Un tubo endotraqueal colocado incorrectamente puede bloquear los bronquios

principales y provocar atelectasia.

Figura 3. Efecto de la atelectasia sobre la saturacidn de oxigeno de la sangre
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Fuente: Efecto de la atelectasia sobre la saturacidn de oxigeno de la sangre (Rebellon-Sanchez, s.f.).

1.1.3 Infiltraciones

La infiltracién pulmonar es un término patolégico, se puede considerar como invasién al
pulmdn porque se refiere a la invasion de células especificas que no deberian estar presentes
en el pulmén o deberian estar en cantidades muy pequefias. Los infiltrados ocurren en varios
lugares, incluidos los alvéolos de los pulmones, el intersticio, la pleura y los vasos sanguineos
(venosos y arteriales). Por tanto, las células tumorales y las células inflamatorias pueden
infiltrarse en los pulmones, por ejemplo, glébulos blancos o eosinéfilos, particulas inorganicas,

bacterias, agua o pus, entre otras (Pluma, s.f.).

Figura 4. Infiltrados pulmonares bilaterales

Fuente: Infiltrados pulmonares bilaterales (BY-NC, s.f.).

1.1.4 Nodulo Pulmonar

El nddulo pulmonar es una masa con menos de 3 cm que normalmente no causa sintomas
(Oncdloga, 2023), los nddulos pulmonares son pequefias areas anormales que a veces se
encuentran en la tomografia computarizada (TC) de térax, estas pruebas se realizan por
diversos motivos, incluso como parte de una prueba de deteccién de cancer de pulmén o para
examinar so los pulmones cuenta con los sintomas. La mayoria de los n6dulos cuando no son

cancerosos se puede evidenciar en la tomografia computarizada, lo cual se puede determinar
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por el tamano, la forma y la ubicacién del nédulo y si parece sélido o esta lleno de liquido. Sin
embargo, a menudo se necesitan pruebas para asegurarse de que el tumor no sea un tumor
canceroso. Silas pruebas repetidas muestran que el tumor ha crecido, el médico tratante puede
ordenar otro tipo de prueba de imagenes llamada tomografia por emision de positrones (PET),

que a menudo ayuda a determinar si es canceroso (Society, 2019).

Figura 4. N6dulo pulmonar: qué es, sintomas y cudndo es cancer

Fuente: Nodulo pulmonar: qué es, sintomas y cuando es cancer (Oncéloga, 2023).

1.1.5 Cancer de Pulmon

El cancer de pulmén suele comenzar en el tejido pulmonar, generalmente causadas por las
células que recubren las vias respiratorias. Este tipo de cancer es la principal causa de muerte
tanto en hombres como en mujeres en el mundo. “Hay dos tipos principales: cancer de pulmoén
de células pequenas y cancer de pulmoén de células no pequefias (Medicine, Cancer de Pulmén,
2024). Estas dos especies crecen de manera diferente y reciben un trato diferente. El cancer
de pulmdn de células no pequefias es el tipo de cancer mas comun (Medicine, Cancer de
Pulmoén, 2024), este tipo de cancer incluyen adenocarcinoma y carcinoma de células

escamosas.

Cuando el cancer comienza en los pulmones, este se puede extender a otras partes del cuerpo
ya sea como al cerebro o a los ganglios linfaticos, de igual forma sucede de forma contraria
cuando otros tipos de cancer se extiende por el cuerpo de los seres humanos este también se
puede extender hacia los pulmones, lo que generalmente se conoce como metastasis siendo

esta una fase terminal (enfermedades, 2023).

Figura 5. Cancer de Pulmén
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Fuente: El nuevo factor de riesgo del cancer de pulmdn, aunque no seas fumador (Dominguez, 2022).

1.1.6 Epidemiologia

El cancer de pulmoén se ha posicionado durante el 2022 como la mas frecuente con 2.206.771
casos nuevos tanto como hombres y mujeres en el mundo, y con un 25,47% de total de
fallecimientos de este mismo, teniendo en cuenta que en Latinoamérica los paises mas
reportados con casos de cancer de pulmén fueron: Brasil, Argentina, México y Colombia

(Costo, s.f.).

Segun el andlisis realizado por la CAC (Cuenta de Alto Costo) en las fechas del 31 de agosto del
2023, la situacién del cancer de pulmén en Colombia aumento con una tasa de 5.879 casos
nuevos informados que comprende tanto hombre como mujeres; de igual forma, las
estadisticas de estos casos durante el 2022 fueron reportados 1.522 casos nuevos, con base a
esto el cancer de pulmon logro ocupar el séptimo lugar dentro de los 11 tipos de cancer
presentes en el pais. La mayoria de los casos fueron reportados en los hombres con un
porcentaje de 53,35%, en las regiones con mayor afluencia de estos casos fueron la central con
42,38% vy el caribe con el 20,04%, estos casos reportados fueron mas comunes en personas

dentro del rango de las edades de 60 a 79 afios (Costo, s.f.).

1.1.7 Etiologia

Teniendo en cuenta que el cancer de pulmoén es considerado la causa principal de muertes en
el con una tasa de mortalidad presente mas elevada tanto en hombres y mujeres, se considera
que el tabaquismo es la fuente principal del cancer de pulmén con un 85% de casos reportados.

El humo del tabaco como cigarrillos, puros y pipas puede influir en las personas tanto



40 Aplicacion de un sistema de redes neuronales para detectar y clasificar patologias

pulmonares mediante imagenes diagndsticas

consumidoras como consumidoras pasivas a llegar a padecer cancer de pulmdn. A esto se llega
sumar otros factores como el asbesto, el radén, contaminacion ambiental, enfermedades
hereditarias o llegar a inhalar ciertos quimicos también son consideradas una fuente para

llegar a padecer el cancer de pulmén (Salud, 2023).

1.1.8 Sintomas

El cancer de pulmoén puede llegar a presentar varios sintomas, por lo que frecuente mente se
suele confundir con enfermedades respiratorias comunes ya que al inicio temprana de esta
enfermedad los sintomas suelen ser leves. Para esto es importante la prevenciéon temprana
junto con diagndsticos reales de este para llegar a prevalecer en un buen tratamiento de este,

estos sintomas pueden ser:

e Tos persistente

e Dolor toracico

e Disnea

e Tos con sangre (hemoptisis)

e (Cansancio frecuente

e Pérdida de peso sin causa alguna

e Infecciones pulmonares

1.1.9 Diagnostico

Para la identificacion de la existencia del cancer de pulmoén, se debe realizar varios analisis los

cuales pueden ser:

. Imagenes Diagnosticas: Las imagenes de rayos X de los pulmones, puede revelar
si existe un nédulo o algiin tumor presente que sean anormales, o incluso, se puede

evidenciar la existencia de lesiones pequefias en los pulmones.
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Citologia de Esputo: La presencia de esputo al toser que es la flema generada, se
puede observar mediante el microscopio logrando revelar la presencia de células

cancerosas presentes.

Muestra de tejido(Biopsia): Se puede realizar un procedimiento llamado biopsia
para obtener una muestra de células anormales, se encuentra varias formas de
realizar este proceso, como lo son la broncoscopia, mediastinoscopia o biopsia con
aguja. Ademas , estas biopsias también se pueden realizar en partes del cuerpo
donde el cancer ya se ha extendido como lo son en los ganglios linfaticos el Higado

(Mayoclinic, Cancer de pulmoén, 2022).

Figura 6. Diagnostico

Fuente: Diagndstico (Mayoclinic, Cancer de pulmén, 2022)






2.Marco Teorico

Los pulmones es un 6rgano importante del sistema respiratorio, desempefiando un papel
importante en el funcionamiento éptimo del ser humano, asegurando un suministro suficiente
de oxigeno a los tejidos y una eliminacion eficiente de los desechos, ya que es el responsable
del intercambio de gases que es un proceso fundamental en la vida misma (National heart, s.f.).
Asi mismo, las redes neuronales se han convertido en una poderosa herramienta para analizar
e interpretar grandes volumenes de datos muy complejos, ya que su mecanismo es imitar el
funcionamiento del cerebro se usan humanos en varios aspectos y se analizan imagenes

diagnosticas.

En este marco teorico, se busca la interseccion entre estas dos areas complejas como lo es: los
pulmones y las redes neuronales para comprender mejor la salud pulmonar. Incluso, al
combinar las imagenes diagnosticas de las diferentes patologias pulmonares con las redes
neuronales, se podra procesar grandes conjuntos de datos que servira para la detecciéon de
patrones utiles viables para el diagnéstico de enfermedades respiratorias. Con base a esto, se

presenta algunos conceptos involucrados de las redes neuronales en el presente documento.

2.1.1 Machine Learning

El Machine Learning es un subconjunto de la inteligencia artificial (IA), centrandose en el
aprendizaje automatico por medio de datos, que mejora la experiencia de los seres humanos
por medio de la programacion. E1 Machine Learning se basa en entrenar algoritmos para que
pueda encontrar patrones en volimenes grandes de datos, llegando asi a la toma de las
mejores decisiones y predicciones basadas en ese andlisis. Las aplicaciones de aprendizaje
automatico mejoran con el uso y se vuelven mas precisas a medida que se accede a mas datos;
sin embargo, dependiendo la naturaleza de los datos y el resultado que se desea obtener, se
puede usar alguno de los cuatro modelos de aprendizaje existentes actualmente como lo son:

supervisado, no supervisado, semi supervisado, o de refuerzo (SAP, s.f.).
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Figura 7. Training data: the milestone of machine learning
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Fuente: Machine Learning Process (Technology, s.f.)

2.1.2 Red Neuronal

La red neuronal Artificial (ANN) tienen una similitud al funcionamiento real del cerebro de los
seres humanos. Con base a esto, las “neuronas artificiales” se llaman nodos y logran agrupar
en varias capas que unidas entre si funcionan en paralelo (SAP, s.f.).Creando un sistema
adaptable para aprender de los propios errores y patrones para la mejora continua, logrando
asi un reconocimiento de patrones para resolver problemas de alta complejidad como lo es el
reconocimiento facial, realizaciones de documentos (services, 2023) y en la actualidad es

usado para apoyo en el area de la medicina para la deteccion de enfermedades patolégicas.

Figura 8. Etimologia de la red neuronal
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Fuente: Etimologia y definicién (Alonso F., s.f.)

2.1.3 Uso de las redes Neuronales

Actualmente las redes neuronales estan presenten en varios ambitos de la vida de los seres

humanos, como lo es:

e Diagnostico medico por medio de la clasificacién de imagenes médicas.
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Marketing de redes sociales

Predicciones Financieras

e Procesos de controles de calidad de las compaiiias.

e Entre otras mas.

2.1.4 Vision Artificial

La visidn artificial permite a los sistemas extraer informacién, procesar, analizar y comprender

imagenes que se encuentran digitalizadas y videos, logrando percibir las imagenes como suele

realizarlo los seres humanos para actuar de una forma determinada (IBM, s.f.), estas se logran

encontrar en su mayor parte en sistemas como:

e Deteccidn visual para los vehiculos que incumplan las sefiales de transito

e Eliminaciéon de contenido Inseguro o inapropiados en imagenes y videos.

e Reconocimiento facial

e Reconocimiento de imagenes como logos, equipos de seguridad y en la rama de la

medicina usado principalmente a la deteccidn de patologias.

2.1.5 Funcionamiento de las redes Neuronales

Figura 9. Vision artificial
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Fuente: Vision art1f1c1a1 (artificial, s.f.)

El cerebro del ser humano es la fuente de inspiracién del funcionamiento de las redes

neuronales y con base a esto la realizacion de su arquitectura funcional, estas redes neuronales

artificiales trabajan mediante una red para resolver problemas. Estos son mddulos de software

llamados nodos o algoritmos que se usan para resolver los problemas por medio de calculos

matematicos (services, 2023).
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Figura 10. Deep Learning y Redes Neuronales Artificiales

Fuente: Deep Learning y Redes Neuronales Artificiales (Deep Learning y Redes Neuronales Artificiales, 2022).

2.1.6 Redes neuronales convolucionales (CNN)

Las redes neuronales convolucionales, son redes multicapa logrando tener decenas o cientos
de capas que se funcionamiento se basa en la corteza visual de los animales ya que cada una
de ellas se aprende a detectar diferentes caracteristicas de una imagen. Esta arquitectura es
util para varias aplicaciones, principalmente el procesamiento de imagenes. La primera CNN
fue creada por Yann LeCun y se centrd en el reconocimiento de escritura a mano. Los filtros en
las capas se aplican para entrenarimagenes de diferentes resolucionesy el
resultado de combinar cada imagen se utilizacomo entrada para la siguiente capa
(Machinelearning, 2018). Los filtros comienzan con caracteristicas muy simples como brillo
y bordes y se vuelven mas complejos hasta convertirse en caracteristicas que definen de

forma tnica el objeto (MathWorks, Redes neuronales convolucionales, s.f.).

Esta arquitectura de varias capas realiza la labor de extraccién y clasificacion de las
caracteristicas mas relevantes, las imagenes extraen caracteristicas como lineas verticales y
vértices de laimagen de entrada. El siguiente paso es la fusidn, que reduce la dimensionalidad
de las caracteristicas extraidas preservando al mismo tiempo la informacién mas importante.
Luego se realizan mas convoluciones y agrupaciones para obtener una red inversa multicapa.
El resultado final de la red es un grupo de nodos que clasifican los resultados (MathWorks,

Redes neuronales convolucionales, s.f.).
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Figura 11. Funcionamiento de las redes CNN
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Fuente: Funcionamiento de las redes CNN (MathWorks, Redes neuronales convolucionales, s.f.)

2.1.7 Capas de clasificacion de la CNN

Las CNN, tienen capas determinadas, lo que pueden principalmente la capa detectar mediante
entrenamientos de reconocimiento de imagenes estas pueden realizarlo mediante las mismas
caracteristicas, como bordes, formas o hasta caracteristicas similares entre imagenes, después
del entrenamiento se pasa a la fase de clasificacién y terminando en la capa final esta
completamente conectada generando un vector K dimensiones, siendo K el nimero de clases
que se puede predecir. La capa final de la arquitectura CNN utiliza una capa de clasificacion
para proporcionar el resultado de clasificacion final (MathWorks, Redes neuronales

convolucionales, s.f.).

e (Capa convolucional: En esta primera capa se analiza la imagen de entrada y

determinar si hay caracteristicas similares presentes.

e (Capa de agrupacion: Esta capa generalmente aplica entre dos capas convolucionales,
tomando como entrada las caracteristicas formadas de la salida de la capa
convolucional, lo cual cumple la funcién de reducir el tamafio de laimagen preservando

las caracteristicas mas importantes manteniendo los filtros indicados.

¢ Nivel de habilitacion de unidades lineales rectificadas: Esta capa reemplaza todos
los valores negativos recibidos en la entrada, manteniendo la importancia entre capas
de activacion que hacen que el modelo seamdas complejo al hacerlo no lineal

(DataScientest, s.f.).
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Figura 12. Clasificacién de redes neuronales artificiales

&
S $ 3§ 5
< < O
< < S <
& S < S
k<3 Q 5
& ¢ g &
@
~N @ o )
- S v 5
ida & s & i
Capadepartida (2 3 R £ Capa clasificadora
g g & P —,

B0 45N

Fuente: Clasificacion de redes neuronales artificiales (Calvo, 2017).
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3.Metodologia de la Investigacion

La metodologia que se implementara es la investigacion mixta que consiste en recopilar,
analizar e integrar la investigacién cuantitativa y cualitativa, por lo que se busca una mejor
triangulacion para un mecanismo de andlisis que permiten identificar aspectos mas relevantes
desde diferentes puntos de vista como es el caso de las diversas imagenes médicas.

En ambito de la metodologia cuantitativa el desarrollo involucra estudios cuantitativos con
datos secundarios que permite abordar analisis con datos ya existentes, de esta metodologia
se podra aplicar las técnicas de recoleccidn, procesamiento y analisis de las caracteristicas de

las patologias pulmonares.

Dentro del marco metodoldgico cuantitativo, se emplearala técnica de investigacion especifica
para analizar las imagenes diagnosticas de las patologias, en busca de soluciones que permita
una identificacién mas precisa y rapida haciendo uso de las redes neuronales.

Para el correcto desarrollo del proyecto, se establecen las siguientes fases:

Figura 13. Diagrama del proyecto

eRecopilacion de
Datos

2 eEntrenamiento de
redes Neuronales

eImplementacion y
Evaluacion.

eAjustar la presicién del
modelo.

Fuente: Elaboracion Propia
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3.1 Fases y Actividades

3.1.1 Recopilacion de Datos

a.

Fuentes de Datos: Obtener conjuntos de datos de imagenes etiquetadas con la

presencia o ausencia de diagnoésticos similares.

Clasificacion de datos: Se realizara la clasificaciéon de los datos por las diferentes

patologias pulmonares, clasificacién de género y clasificaciones por rango de edades.

Preprocesamiento de Datos: Realizar tareas de preprocesamiento como
normalizacién, redimensionamiento y aumento de datos para mejorar la calidad y la

cantidad del conjunto de datos.

3.1.2 Entrenamiento de redes neuronales

a.

Investigacion de Arquitecturas de Redes Neuronales: Explorar arquitecturas de
redes neuronales adecuadas para la deteccion de anomalidades en las imagenes

procesadas.

Desarrollo de Modelos Basados en Transfer Learning: Utilizar técnicas de transfer
learning para inicializar los modelos con procesos pre entrenados en conjuntos de

datos de imagenes médicas mas grandes.

3.1.3 Implementacion y evaluacién

a.

Implementacion del Modelo: Desarrollar un prototipo de software que implemente

el modelo de deteccion de patologias pulmonares por medio de las redes neuronales.

Experiencia de usuario: Siendo una experiencia de usuario novedosa para la
medicina y aporte a la misma se genera expectativa en el desarrollo para involucrar

mas a ciencia con la tecnologia en el uso del dia a dia.
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c. Evaluacion del Rendimiento: Utilizar técnicas de validacion cruzada para evaluar el
rendimiento del modelo en términos de precisidn, sensibilidad y otras métricas

relevantes.

3.1.4 Ajustar la precision del modelo

a. Fine-Tuning del Modelo: Realizar ajustes finos en el modelo utilizando técnicas de

fine-tuning para adaptarlo especificamente a las caracteristicas del conjunto de datos.

b. Evaluacién Continua: Realizar experimentos adicionales para evaluar el impacto de
los ajustes finos en el rendimiento del modelo y compararlos con los resultados

anteriores.

3.2 Herramientas usadas

A continuacién, se describen los lenguajes de programacion, editores de codigo, librerias y

programas que fueron usados para realizar el proyecto:

3.2.1 Python

Python es un lenguaje de programacion orientada a objetos y es principalmente usadas en
desarrollo web, desarrollo de software y Machine Learning (ML). Ademas, Python cuenta con
licencia de c6digo abierto. Uno de los beneficios del uso de Python es su facil interpretacion en
el momento del su uso y con su amplia gama de librerias permite ser usado para cualquier tipo
de desarrollo (AWS, ;Qué es Python?, s.f.).

Python se us6 para el desarrollo de la parte inicial del proyecto, este fue escogido porque
cuenta con librerias ampliamente utilizadas y de c6digo abierto, como lo son TensorFlow,
PyTorch y Keras; que estan especificamente disefiadas para el desarrollo de modelos de
aprendizaje profundo, incluyendo CNN. Estas librerias ofrecen una mayor flexibilidad y
funcionalidades avanzadas para la implementacién y entrenamiento de redes neuronales, ya
que Python cuenta con una amplia documentacién lo que logra aportar un gran apoyo al

proyecto.



52 Titulo de la tesis o trabajo de investigacion

3.2.2 TensorFlow

TensorFlow es una libreria de c6digo abierto, multiplataforma muy importante en el area del
desarrollo de la inteligencia artificial y el aprendizaje automatico. Google lo desarrollé para
satisfacerlas necesidades de redes neuronales artificiales, permitiendo construir y entrenarlas
para detectar patrones y caracteristicas comunes en las imagenes. Trabaja con GPUs y CPUs e

incluso con las unidades de procesamiento de tensores (TPUs) (Alonso J. L., 2022) .

TensorFlow permitié construir y personalizar la red neuronal para el entrenamiento e
identificacion de las patologias pulmonares, adaptandolo a las necesidades requeridas.
Incluso, permiti6 agregar las capas, ajustar los hiper parametros y realizar la optimizacion de

la misma CNN permitiendo manejar grandes volimenes de datos.

3.2.3 MatLab

Matlab (MATrix LABoratory (laboratorio de matrices)) es una plataforma de programacion y
calculo numérico usada para analizar datos, desarrollar algoritmos y crear modelos de datos
de Machine Learning. Este es un lenguaje basado en matrices que tiene un entorno de
desarrollo integrado (IDE), con un lenguaje de programacién propio, ya que no es un recurso

de codigo abierto (MathWorks, MATLAB, s.f.).

MATLAB es conocido por su enfoque en la computaciéon numérica, y aporta una gran ventaja
para el proyecto, es las diversas funciones y herramientas especificas para el procesamiento
de sefiales, imagenes y datos en general. Ademas, ya en uso de la herramienta aporto un
entorno integrado, que incluye herramientas para el preprocesamiento de datos, visualizacién
y analisis, lo que puede simplificar el flujo de trabajo.

En cuanto al uso de recursos en MATLAB, este esta optimizado para operaciones numéricas y
puede aprovechar eficientemente los recursos del hardware, como la CPU y la GPU, lo que
resulto en un rendimiento mas rapido en comparacion con implementaciones en Python que

posiblemente no estaban completamente optimizadas.

3.2.4 PowerShell

PowerShell es una interfaz de consola de escritura y que permite la ejecucién de instrucciones

por medio de comandos; esta es una herramienta propia de Windows que a su vez permite
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automatizar tareas o ejecutarlas de manera mas controlada, permitiendo maneja un lenguaje
de programacion en C# (adslzone.net, s.f.).

La herramienta de Powershell fue usada en el proyecto para compilar y ejecutar el script en la
etapa de la segmentacion de las imagenes diagnosticas, proceso por el cual se debio

automatizar para correcta y efectiva ejecucion.

3.2.5 C#

C# es un lenguaje de programacion orientado a objetos desarrollado por Microsoft, siendo un
lenguaje simple y eficaz que permite desarrollar aplicaciones facilmente manteniendo el estilo
de los lenguajes tipo C, este lenguaje viene derivado de C y C++ para ser reutilizados
principalmente en las aplicaciones desarrolladas en .NET (Delgado, 2017).

El lenguaje de C#, fue requerido en el momento de realizar el script para la segmentacién de
las imagenes diagndsticas, permitiendo el proceso de deteccién, modificacion y guardar las
imagenes correspondientes en su debida carpeta, ofreciendo un procesamiento rapido y

eficiente en grandes conjuntos de datos.

3.2.6 Libreria JavaScript

JavaScript es un lenguaje de programacion, clasificado como un lenguaje scripting o
interpretado, este es uno de los mas usadas para crear paginas web dinamicas. En cuanto a la
biblioteca de JavaScript, es una coleccién de fragmentos de c6digo que pueden ser reutilizados
agregandolos al c6digo segun la necesidad (AWS, ;Qué es JavaScript (JS)?, s.f.).

En cuanto al uso de Javascript en el desarrollo del proyecto, fue implementado junto con
TensorFlow para el entrenamiento de la CNN, esto ya que permite el procesamiento de las

imagenes, segmentacion y clasificacion de estas.
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4.Preprocesamiento y Normalizacion de Datos

Las imagenes digitales han sido importantes en la rama de la medicina, ya que permite la
realizacion de un diagndstico preciso y un tratamiento efectivo sobre el mismo; desde las
radiografias hasta imagenes de resonancia magnética, las imagenes médicas proporcionan

informacién critica que puede salvar vidas.

4.1 Identificacion de Fuente

Para la recopilacidn de las imagenes diagnosticas, se realiz6 la busqueda exhaustiva en el
repositorio publico del National institutes of Health (NIH) , logrando descargar imagenes de
radiografias de térax de diferentes patologias pulmonares, que fueron previamente
diagnosticadas con su enfermedad por el instituto NIH; dentro de esta busqueda se lograron
la descarga mas de 102.979 imagenes y organizar en cada patologia 1000 imagenes para
realizar la implementacién y entrenamiento de la red neuronal. A continuacion, se especifica

las imagenes de las patologias descargadas.

Tabla 1. Cantidad de Imagenes Patoldgicas

Atelectasia 11.559
Infiltracion 9.547
Masa 8.529
Nédulo 11.890
Pulmon Sano 61.454

Fuente: Elaboracién Propia

4.2 Extraccion de las imagenes.
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Después de realizar la identificaciéon de las imagenes en la fuente, se procedi6 a realizar el
proceso de extraccion de estas desde el repositorio con un peso aproximado de 40 GB, para
esto implico que las imagenes fueran descargadas en bloques particionados en archivos .ZIP
de 5 Gb aproximadamente, hasta llegar a completar el cuerpo del archivo.

Las imagenes descargadas y descomprimidas posteriormente, se lograron identificar su
procedencia patolégica mediante los consecutivos que trae cada una de ellas y llegando a ser
relacionadas en el archivo Excel del inventario que de igual forma tuvo que ser descargado

(Ver Anexo 1), este inventario consta de los siguientes campos:

e Indice de imagenes
e Patologia

e # Seguimiento

e Identificacion del paciente
e Edad del paciente

e Género del paciente
e Posicion

e Ancho imagen

e Altura Imagen

e Pixel Imagen (X)

e Pixel Imagen (Y)

4.3 Segmentacion de imagenes patologicas

Como todas las patologias, se encontraban en una sola carpeta, se dio reorganizar la misma en
diferentes carpetas por patologias; para este proceso se realiz6 un script que permitio realizar
el proceso de sacar las imagenes identificadas por consecutivo patoldgico y de alli ser pasadas
a otra carpeta previamente creada con el nombre de la patologia; este script realizo el proceso
de identificacion de la patologia y el movimiento de las imagenes identificadas a la nueva

carpeta.

4.4 Script de segmentacion de las imagenes.

A continuacién, se presenta el script usado para organizar automaticamente las imagenes

descargadas en las carpetas correspondientes.
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Tabla 2. Script Descarga Patologias

Script
$origen = "C:\Users\Downloads\proyecto de grado\imagenes\Imagenes"
$destino = "C:\Users\Downloads\proyecto de grado\imagenes\ (Patologia)"

# Lista de nombres de archivos que deseas mover
$nombresArchivos = @(

EN ESTE ESPACIO DEBEN IR LOS NOMBRES DE LAS IMAGENES.JPEG
)

foreach ($nombreArchivo in $nombresArchivos) {
$rutaCompletaOrigen = Join-Path $origen $nombreArchivo
$rutaCompletaDestino = Join-Path $destino $nombreArchivo
Move-Item $rutaCompletaOrigen $rutaCompletaDestino

}

Fuente: Elaboraciéon Propia

4.5 Clasificacion manual de los datos

La normalizacién y organizacion de las dimensiones fisicas de las imagenes en cuanto a pixeles
(AnchoxAlto), es importante en el proceso del entrenamiento de la red neuronal, ya que sin
esta estandarizacion puede afectar significativamente en la eficiencia y la efectividad del
entrenamiento de este, para el proceso se tuvo en cuenta los siguientes parametros para ser

aplicados en las imagenes:

e Organizacion de lasimagenes de entrada: Las redes neuronales requieren que todas
las imagenes de entrada tengan el mismo tamafo (AnchoxAlto) para poder ser
procesadas eficientemente, para tener un proceso de alimentacion de datos al modelo
mas rapido, para este proceso se organizaron las imagenes en dimensiones de
1024x1024, contando asi con una estandarizacién optima en la lectura del

entrenamiento de las redes neuronales.

e Optimizacion del rendimiento: Utilizar las imagenes con un tamafio uniforme puede
mejorar significativamente el rendimiento del modelo durante el entrenamiento; las
operaciones de convoluciéon y pooling son fundamentales en las redes neuronales
convolucionales (CNN), siendo eficientes cuando se aplican imagenes de tamafio
consistente, lo que permite acelerar el proceso de entrenamiento y precision del

modelo.
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e (Carga Computacional: Al organizar las imagenes segin su tamafio, se puede reducir
la carga computacional durante el entrenamiento, dando como resultados tiempos de
entrenamiento mas cortos y una utilizacion mas eficiente de los recursos

computacionales disponibles.

¢ Procesamiento de Imagenes: El entrenamiento de redes neuronales se realiza por
lotes de imagenes, al organizar las imdagenes segun su tamano facilita la
implementacién del proceso de entrenamiento y puede mejorar la estabilidad del

modelo (Learning, 2018).

4.6 Caracteristicas Equipo usado

En el proceso de la descarga e inventario de las imagenes se realiz6 con un equipo de computo

personal de uno de los integrantes del grupo, el cual cuenta con las siguientes caracteristicas:

Tabla 3. Caracteristicas equipo usado para descargas de imagenes

Portatil Dell Latitude 5430

Procesador Memoria ram Disco
Intel Core 17 1265U DDR4-16Gb a 3200mhz SSD NVMe 512GB M2
1.8ghz

Fuente: Elaboracién Propia
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5.Entrenamiento del Modelo de 1a Red
Neuronal

La elaboracién del desarrollo, se da inicio con la definicién del parametro de la ubicacién del
conjunto de datos de imagenes, y de alli se crea un almacén de datos de imagenes utilizando la
coleccién de administracion de archivos de imageDatastore; luego se divide este conjunto de

datos en conjuntos de entrenamientos y validaciones.

El modelo base seleccionado para la implementacién fue las redes neuronales convolucionales
(CNN), ya que estas permiten realizar una clasificacién o regresion de las imagenes a partir de
datos de entrada; siendo la imagen representada por la clasificaciéon y la deteccién de objetos
formaria parte de la segmentacion, deteccidn e identificacién de esta. Esta red neuronal se
entrena con imagenes que antes se optimizaron en pixeles y etiquetas, aplicando los filtros en
el desarrollo de la red para que tome un cuadro pequefio y sea aplicable sobre la imagen.
Teniendo en cuenta esto, la red neuronal convolucional se basa en la construccion diferentes

capas dentro de la red.

De igual forma, se debe definir la arquitectura de la red neuronal convolucional (CNN)
utilizando capas de convolucién, normalizacidn por lotes, capas de activacion ReLU y capas de
agrupacion maxima. La red consta de capas convolucionales seguidas de capas de agrupacion
maxima para extraer caracteristicas de las imagenes, y finalmente capas totalmente

conectadas para la clasificacion.

5.1 Algoritmo Adam
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La elaboracion del entrenamiento de la red neuronal convolucionales fue basada en el
algoritmo Adam; este es reconocido por su eficacia en la optimizacién de las redes neuronales,
ya que combina el algoritmo RMSprop y Momentum para mejorar la elaboracién del modelo.
La similitud entre Adam y Momentum, es la actualizacién de los parametros individuales por
medio de cada interaccién; permitiendo que el modelo se adapte a los datos de entrenamiento

requeridos de manera mas eficiente, efectiva y 6ptima para una mayor precisiéon (Adam, s.f.).

Figura 14. Optimizador Adam
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Fuente: ;Qué es Adam optimizar? (Geeksforgeeks, 2024)

5.2 Algoritmo SGD

El Algoritmo de Stochastic Gradient Descent sus siglas SGD (Descenso gradiente), es un
algoritmo de optimizacion que es usado para entrenar los modelos de las redes neuronales.
Durante el entrenamiento, los datos ayudan que el modelo vaya aprendiendo gradualmente
con el tiempo; teniendo en cuenta la funcién costo, que permite realizar la medicién de la
precision del modelo por cada iteracion dentro del parametro; por medio de estos ajustes de
los realizados continuamente se logra minimizar los errores y optimizacién de la precisién
hasta que la funcién costo llegue logre llegar a 0 (IBM, ;Qué es el descenso de gradiente?, s.f.).

El SGD funciona como:

e Indice de Aprendizaje: Este indice puede determinar la capacidad de los pasos para
alcanzar el minimo de la funcién de costos durante el entrenamiento del modelo, a lo
que el indice de aprendizaje alto, si las iteraciones son bajas requiere mas tiempo para

realizar el degradante (IBM, ;Qué es el descenso de gradiente?, s.f.).
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e La funcién de costo o perdida: Esta funcion logra medir el error entre los valores
reales y predichos por el modelo de machine learning; esto permite que el modelo se
ajuste a sus parametros para minimizar el error, moviéndose en la direccién del
descenso mas pronunciado hasta que la funciéon se aproxime a cero. Teniendo en
cuenta que, la funcién de pérdida se refiere al error del entrenamiento del modelo,
mientras que la funcién de costo calcula el error promedio en todos los datos de
entrenamiento, por lo que cuando la funcién se aproxima a cero el modelo deja de

aprender (IBM, ;Qué es el descenso de gradiente?, s.f.).

Figura 15. Gradiente descendente
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Fuente: Gradiente descendente (Andres, 2022)

5.3 Entrenamiento de la red

En el entrenamiento de la red se debe definir las opciones de entrenamiento, como el
optimizador (Adam), el nimero maximo de épocas, los datos de validacién y la frecuencia de
validacion; de igual forma se especifica la reduccidn de la tasa de aprendizaje para mejorar la
convergencia del modelo durante el entrenamiento. La funcién trainNetwork se utiliza para
entrenar la red utilizando los datos de entrenamiento y las opciones especificadas

(Mathworks, s.f.).

El procesamiento de las imagenes es importante para el entrenamiento y validaciéon del
algoritmo implementado en las redes neuronales convolucionales, ya que se debe de combinar
los parametros semi aleatorios hasta llegar a conseguir que los errores de las predicciones
sean los mas minimos posibles para lograr mejores resultados. El proceso de transformacién

es aplicado a las imagenes, ya que se aplican multiples procesos de parametros que pueden
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variar dependiendo de la solucién y requerimiento que se necesite para realizar el

entrenamiento del algoritmo, estableciendo diferentes filtros como lo son:

e Convertirlaimagen en escala de grises: Las imagenes en escala de grises tienen solo
un canal de color en lugar de tres (rojo, verde y azul), esto puede reducir la cantidad
de informacidén que la red neuronal necesita procesar, lo que resulta en una reduccion
del tiempo de entrenamiento dependiendo del contexto (Learning, 2018), este proceso

es importante tener la imagen en la escala de grises.

e Reduccion de dimensiones: Las imagenes contiene tres canales de color (rojo, verde
y azul en el espacio de color RGB), mientras que las imagenes en escala de grises solo
tienen un canal, con las imagenes en escala de grises se puede reducir la
dimensionalidad de los datos, lo que puede simplificar el proceso de entrenamiento y

reduce la carga computacional (Sanchez, s.f.).

e Modelo mas efectivo: Al no tener la imagen en escala de color, puede producir que el
modelo sea mas eficiente, evitando asi un sobre ajuste y mejora el rendimiento de la

red neuronal (Learning, 2018).

e Reduccion de carga computacional: El entrenamiento con imagenes en escala de
grises suele ser mas rapidas en procesar que en imagenes en color, esto permite que el
proceso de entrenamiento y hacer que el modelo sea mas eficiente y represente una

menor carga computacional (Learning, 2018).

e Aprendizaje: Los modelos que se manejan con la ensefianza de imagenes en escala de
grises, resultan con un mejor entrenamiento de la CNN, ya que al ingresar nuevas
imagenes estas se logran reconocer mejor, lo que el modelo no estara sesgado por

informacién de color en especifica que puede no ser relevante (Zarate, 2023).

¢ Reduccion de Ruido: Las imagenes a color pueden generar ruido innecesario para

ciertas caracteristicas, como el reconocimiento de objetos o la segmentacién de
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imagenes; por esto es importante trabajar con las imagenes en escala de grises, para

ayudar a reducir este ruido y mejorar la precision del modelo (Zarate, 2023).

e Aplicacion de Realces: Con la aplicacion de realces en las imagenes, se puede mejorar
el rendimiento del modelo al resaltar las caracteristicas mas importantes de estas; de

igual forma se elimina el ruido y se logra aumentar la diversidad del conjunto de datos.

Incluso la aplicacién de realces logra la variabilidad en los datos de entrenamiento al realizar
transformaciones como rotaciones, traslaciones, cambios de escala, volteos horizontales o
verticales, entre otros; esto ayuda que el modelo aprenda las caracteristicas mas robustas y el
modelo es menos propenso al sobreajuste y esta aplicacidn de realces puede actuar como una
forma de regularizacién, al introducir ruido controlado en el conjunto de datos de

entrenamiento (Yébenes Calvo, 2016).

5.4 Configuracion de los hiper parametros

Con los hiper parametros se puede validar la tasa de aprendizaje, los tamafios de los lotes de
las imagenes, el nimero de épocas, la inicializacion del peso y la tasa de abandono de las redes
neuronales, esto es usado para el entrenamiento de la red neuronal (FasterCapital, s.f.); las

variables que se han ajustado para validar el comportamiento del algoritmo, los cuales son:

o src_folder: Es la especificacion de la carpeta de origen donde se encuentran las

imagenes de entrada.

o dst_folder: Se especifica la carpeta de destino donde se guardardn las imagenes

procesadas.

e 'dir'": Este es un argumento en la funcién exist que especifica el tipo de elemento que

se esta buscando. En este caso, se esta buscando un directorio.

e '%jpg'": Este es un patrén de busqueda utilizado en la funcién dir para seleccionar solo

archivos con extensién ".jpg" en la carpeta de origen.
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imsharpen: Es una funcién que aplica un filtro de realce a la imagen. El efecto de realce

puede ajustarse mediante los parametros opcionales de esta funcidn.

'jpg': Es el formato en el que se guardaran las imagenes procesadas.

5.5 Iteraciones

La iteracién en las redes neuronales convolucionales es el proceso de entrenamiento

de lared en un conjunto de datos; durante cada iteracioén, la red pasa por varios pasos donde

los parametros (pesos y sesgos)se ajustan para minimizarlafunciéon de pérdida

(FasterCapital, s.f.). Algunas iteraciones para el entrenamiento de la red neuronal (CNN) puede

Ser.

Paso hacia adelante (Forward Pass): Durante ese proceso, se realiza la alimentacion
de los lotes de datos de entrada como son las imagenes diagnosticas a través de la red.
Las caracteristicas de entrada se propagan a través de las capas de la red, y se calcula
la salida de la red utilizando los pardmetros actuales (pesos y sesgos), luego para
finalizar, se realiza el calculo de la pérdida entre la salida predicha y las etiquetas

verdaderas del conjunto de datos (Kravets, 2022).

Calculo del gradiente (Backpropagation): Cuando se ha realizado el calculo de la
pérdida esto se utiliza para el algoritmo de retro propagacién (backpropagation), para
calcular el gradiente de la pérdida con respecto a los parametros. Esta gradiente indica

c6mo cambia la pérdida cuando se ajustan los parametros de la red (UNIR, s.f.).

Actualizacion de parametros: Después de calcular el gradiente, se utiliza el algoritmo
de optimizacion Adam, para actualizar los parametros de la red en la direccién que
reduce la pérdida; los parametros se pueden ajustar en proporciéon a la tasa de

aprendizaje y la magnitud del gradiente (FasterCapital, s.f.).

Repeticion del proceso: Luego de realizar los pasos anteriores mencionados, el
proceso vuelve a repetirse en las etapas 1-3, las veces necesarias hasta llegar por cada
lote de iméagenes del entrenamiento, este proceso se denomina Epocas. El niimero de

iteraciones total depende del tamafio del conjunto de datos del entrenamiento, el
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tamafio del lote y el nimero de épocas especificado para el entrenamiento. Este
proceso de entrenamiento continda durante multiples épocas, hasta que la red

neuronal alcanza el nimero de épocas.

5.6 Epocas en CNN

Las épocas representan cada ciclo para determinar cuantas veces la modelo vera el conjunto
de datos de entrenamiento durante la etapa de aprendizaje; teniendo en cuenta que cada época
es un ciclo completo que pasa a través de todos los datos del entrenamiento, durante el cual el
modelo ajusta sus pesos para minimizar la perdida de datos (La, 2019). Ademas, el aumentar
el nimero de épocas puede permitir que el modelo de la red neuronal lea mas ejemplos de
entrenamiento y, por lo tanto, puede mejorar su capacidad para generalizar los datos nuevos.
Sin embargo, es importante monitorear el rendimiento del modelo en un conjunto de datos de

validacion para evitar el sobreajuste.

5.7 Capas de la Red Neuronal

Las redes neuronales convolucionales (CNN), es una red neuronal artificial disefiada
especificamente para procesar datos con estructura espacial, como imagenes. Su arquitectura
se inspira en el funcionamiento del sistema visual de los seres vivos, permitiendo capturar
patrones y caracteristicas relevantes de la informacion de entrada (Learning, 2018).

Las diferentes capas de la res neuronal son:

e Convolutional layer
e Pooling layer
e Fully-connected (FC) layer

Figura 16. Redes Neuronales Convolucionales en Profundidad
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Fuente: Redes Neuronales Convolucionales en Profundidad (Martinez]., s.f.)

5.8 Arquitectura de las capas

Convolutional layer: Se apilan multiples capas convolucionales, extrayendo

caracteristicas de mayor complejidad en cada nivel.

Pooling layer: Se intercalan capas de pooling entre las convolucionales para controlar

la dimensionalidad y mejorar la robustez.

Fully-connected (FC) layer: En las ultimas etapas, se utilizan capas totalmente
conectadas para transformar la salida en un vector que representa la prediccidn final

como es la clasificacion de las imagenes.

5.9 Componentes de las capas

Filtros convolucionales: Son nucleos matriciales, de pequefio tamafio que se deslizan
por la entrada, capturando informacién local en cada posicién. Cada filtro esta
disenado para detectar un tipo especifico de caracteristicas como bordes, colores o

texturas.

Funcion de activacidn: Este aplica una funcién no lineal a la salida de la convolucién,
introduciendo mayor complejidad y expresividad en el modelo, con funciones que

incluyen ReLU y tanh.

Pooling: Puede reducir la dimensionalidad de la salida, extrayendo informacion
esencial mientras se controla la redundancia. Técnicas comunes incluyen max pooling

y average pooling.

5.10 Ventajas de las redes neuronales

Extraccion de caracteristicas espaciales: Son capaces de capturar patrones y

dependencias espaciales en datos como imagenes.
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Eficiencia computacional: Reducen la cantidad de pardmetros necesarios en
comparacion con las redes neuronales totalmente conectadas, permitiendo modelos

mas eficientes y escalables.

Transformaciéon en la traslacion: Capaces de reconocer las caracteristicas

independientemente de su ubicacién inicial en la entrada.
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6.Validacion de Funcionamiento

La validaciéon del modelo propuesto se llevo a cabo mediante la comparacién de los modelos
pre entrenados, con diferentes configuraciones de épocas. Estas configuraciones permitieron
lograr a la deteccién de las diversas patologias pulmonares presentes en las imagenes
diagnosticas, lo que facilita una mejor interpretaciéon y tratamiento de las enfermedades

respiratorias.

La matriz de confusiéon, también conocida como matriz de error, es usada para evaluar el
desempefio del modelo de clasificacién y entrenamiento de la CNN; por lo que el rendimiento
de la matriz de confusidn, radica en su habilidad para analizar las predicciones realizadas por
el modelo. A hora bien, su funcionamiento puede parecer confuso, pero mediante el uso de
técnicas de aprendizaje supervisado, es posible aprovechar la matriz de confusién y las

métricas asociadas a ella para observar los resultados del entrenamiento (Datos, 2024).

La precision depende de la cantidad y calidad de los datos que se obtengan para el
entrenamiento de la CNN, ya que se requiere los suficientes datos para tener la viabilidad,
evitando los sesgos en la distribucién de los datos. Asi mismo, la realizacion de la medicion e
interprete precisa del rendimiento de la CNN es fundamental, por lo que se requiere
seleccionar métricas y metodologias acordes para que este pueda proporcionar suficiente

informacién que valide el entrenamiento (computacion, 2024).

6.1 Validacion de Entrenamiento de Datos

Para la validacidn del modelo, se utiliz6 el conjunto de datos que consta de 80.008 imagenes
por cada categoria, las categorias pertenecientes son: Masa, pulmoén Sano, Atelectasia,

infiltracién y nédulo, de este total de imagenes por categoria, se usaron alrededor de 70.000
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por cada una, para ser usadas en el entrenamiento de la red de forma random, de las cuales

quedan un total de 10.008 imagenes por categoria para validaciones.

Estas imagenes fueron recolectadas de la web, de una entidad clinica que cuenta con su propio
repositorio publico, el cual fue National institutes of Health (NIH), estas imagenes de
radiografias de térax pertenecen a las patologias pulmonares mencionadas, lo que fueron
previamente diagnosticadas con su enfermedad por el instituto, estas imagenes fueron
adquiridas de pacientes seleccionados aleatoriamente logrando realizar el proceso de
busqueda, descarga y clasificacién segin patologia; estas imagenes fueron clasificadas por

medio de un script usando PowerShell y C#, lo que permitio realizar el proceso automatico.

Asi mismo, se realiz6 el modelo, construccion, entrenamiento y validacién en Python, basado
en el modelo adam y sgdm, para esto se logré normalizar las imagenes que venian en formato
de 1024 x1024 pixeles que pese de estar a blanco y negro para el modelo estaban a color lo
que se llevo a aplicar un realce a las imagenes para generar un contraste mas grade entre
blancos y negros, convirtiéndolas en imagenes bicolor, es decir, a 1024x1024 a 1, por lo cual,

Cada imagen esta etiquetada con su clase correspondiente.

Ademas, se estableci6 un preprocesamiento y renormalizacién de las imagenes realizando una
reduccion de tamaifio a 100 x 100 pixeles con MATLAB, manteniendo la mayor cantidad de
informacién posible debido al alto consumo de recursos computacionales y el tiempo de
entrenamiento requerido con las configuraciones de los hiper parametros de las imagenes ya

establecidas.

6.2 Hiper parametros Usados

Los hiper parametros establecidos para el entrenamiento de la CNN, como la funcién de

activacion ReLU y las capas convolucionales fueron:

6.2.1 Funcion de activacion ReLU:

En la funcién de activacion en las capas ocultas de la CNN, se utiliz6 la unidad lineal rectificada

(ReLU), esta funcion de activacion no lineal aplica la operacién:
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f(x) = max(0, x)

Donde, los valores negativos se convierten en 0 y los valores positivos se permanecen sin
cambios. La eleccion de ReLU, se bas6 en su probada eficacia comprobada para evitar la
gradiente, lo que implicaria que se fuera desvaneciendo a valores muy pequefios, asi como en
su capacidad para introducir no linealidades sin involucrar costosas operaciones
exponenciales. Ademas, ReLU permite un entrenamiento de CNN mas rapido y eficiente, en

comparacion con otras funciones de activaciéon como la tangente hiperbélica (Karr, 2023).

6.2.2 Capas convolucionales

El propdsito de las capas convolucionales es extraer las caracteristicas mas relevantes de las
imagenes de entrada, a través de los filtros de convolucidn. Cada capa convolucional aprende
a detectar patrones mas complejos a medida que se avanza en el entrenamiento de la red. Las
capas de normalizacidén por lotes y ReLU ayudan a mejorar el entrenamiento y la convergencia.
Las capas de agrupacion maxima reducen la resolucion espacial a pequefios desplazamientos.
Asi mismo, en las validaciones realizadas se encontré que se logr6 obtener 6 épocas, con una

frecuencia de validacién de 50 imagenes cada una.
El proceso de las capas convolucionales implementadas fue:

e imagelnputLayer(inputSize): Esta capa define el tamafio de entrada de las imagenes,

que en este caso es de 100x100 pixeles y un canal (escala de grises).

e convolution2dLayer(3,8,'Padding’,'same’): Esta es la primera capa convolucional.
Aplica 8 filtros de convolucién de tamafio 3x3 a la imagen de entrada. El parametro

'Padding’,'same’ asegura que la salida tenga el mismo tamafio espacial que la entrada.

o DbatchNormalizationLayer y reluLayer: Después de la convolucion, se aplica una
capa de normalizacion por lotes (batch normalization) y una capa de activacion ReLU

(Unidad Lineal Rectificada).
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o maxPooling2dLayer(2,'Stride’,2): Esta capa de agrupaciéon maxima (max pooling)
reduce el tamafio espacial de la salida a la mitad, tomando el valor maximo en ventanas
de 2x2 pixeles con un desplazamiento (stride) de 2.

e Este proceso de convolucién, normalizacidn, activaciéon ReLU y agrupaciéon maxima se
repite cuatro veces mas con un numero creciente de filtros (16, 32, 64 y 128) en las

capas convolucionales.

e Después de las capas convolucionales, se tiene una capa completamente conectada
(‘fullyConnectedLayer’) con un nimero de neuronas igual al nimero de clases, en

este caso se aplic6 5.

e Finalmente, se tiene una capa de activacion softmax (‘softmaxLayer’) y una capa de

clasificacion (classificationLayer’).

6.3 Exportacion del Modelo

Se decidio exportar el modelo, con el objetivo de que fuera multiplataforma y poder probarlo
en otros entornos, adaptandolo para que sea viable en diferentes desarrollos que permitan su

manejo y uso.

Se encontré que el formato de modelo H5, si bien existe tanto en Python como en MATLAB,
presenta discrepancias fundamentales en la construcciéon de dichos modelos, lo que impide
que sean compatible en Matlab, esta descarga en formato H5 se logré realizar con Python. Al
exportar el modelo a un formato .mat siendo este una matriz de datos, no es reconocible o
adaptable dentro de Python a nivel matricial, ya que no toma los parametros correctamente,

por lo tanto, se optd por migrarlo directamente a un archivo JSON.

Sin embargo, al migrar el modelo a JSON, se generan dos parametros: uno para el
almacenamiento general del modelo y las condiciones de este, y otro para los pesos y los
tamafios del modelo de acuerdo con la configuraciéon de los hiperparametros. Es decir, al
migrarlo a JSON, tenemos el modelo general en un archivo y los pesos e hiperpardmetros en

otro archivo separado.
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Esto implica que, cuando vamos a cargar el modelo en Python, debemos cargar el archivo JSON
correspondiente al almacenamiento general del modelo; aunque ambos entornos de
desarrollo utilizan la misma extensiéon JSON, cada uno la genera de cierta manera para
entenderla a s{ mismo. Existiendo una incompatibilidad significativa entre MATLAB y Python

en este aspecto, como se evidencid con los formatos H5, .mat y JSON.

En el caso del formato JSON, si bien puede llegar a funcionar, Python busca algunas banderas
o marcadores especificos, como el nombre de la variable "type", que MATLAB no utiliza dentro

de los archivos JSON.

6.4 Métricas de Evaluacion

La métrica principal utilizada para evaluar el desempeno del modelo es la precision. Después
de clasificar las imagenes de validacién utilizando el modelo entrenado, se calcula la precision
comparando las etiquetas predichas con las etiquetas reales y calculando el porcentaje de

predicciones correctas.

De igual forma, la matriz de confusion nos ayuda indicar la cantidad de predicciones correctas
e incorrectas que el modelo realizo para cada patologia, las filas de una matriz de confusion
representan las clases reales, mientras que las columnas representan las clases que el modelo
predice. Esto ayuda a comprender mejor el funcionamiento del modelo e identificar falsos

positivos, falsos negativos, verdaderos positivos y verdaderos negativos.

Por otro lado, la precisiéon por clase, es el porcentaje de predicciones positivas correctas para
una clase especifica en comparacion con el total de predicciones positivas realizadas para esa
clase; cuando las clases tienen diferentes niveles de importancia o cuando el conjunto de datos
esta desequilibrado, se considera que es particularmente 1til para su evaluaciéon (Ramsgaard

Thomsen, 2019).
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Figura 17. Matriz de Confusion
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6.5 Especificaciones de los Equipos

Para el entrenamiento de la red y la clasificacién de las imagenes diagnosticas , se usaron 2
equipo con diferentes caracteristicas, lo cual permitié realizar un analisis de viabilidad de
funcionamiento, teniendo en cuenta el rendimiento y la eficiencia de ambos entornos.
Teniendo en cuenta esto, se continuo con el entrenamiento de la CNN con el Equipo 2 debido

a las caracteristicas que posee el mismo, el cual se muestran en la siguiente tabla.

Tabla 4. Especificaciones de los Equipos

Especificaciones Equipos

Nombre Dispositivo

Procesador

Ram
Sistema Operativo

Equipo 1
DESKTOP-56A3VEL

11th Gen Intel(R) Core
i7-1165G7

(TM)
@2.80GHz 2.80 GHz

16 GB

Windows 11 pro version
23H2 64 bits, procesador

x64

Fuente: Elaboracién Propia

Equipo 2
RYZENO9

AMD Ryzen 9 6900HX
with Radeon Graphics

32GB

Windows 11 pro version
23H2 64 bits, procesador
x64
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6.6 Analisis Comparativo

Es importante tener en cuenta que el rendimiento y la eficiencia de ambos entornos pueden
variar. En este caso, el equipo 2 utilizado (AMD Ryzen 9 6900HX, 32 GB RAM) es
significativamente mas potente que el equipo 1 (Intel Core i7-1165G7, 16 GB RAM), lo que
podria explicar la diferencia considerable en los tiempos de ejecucién.

Aspecto

Implementacion
de SGDM

Implementacion
de Adam

Velocidad de
entrenamiento

Resultados de
Entrenamiento

Creaciony
depuracion de
codigo

Tiempo de
desarrollo

Tabla 5. Analisis Comparativo

Python
El optimizador SGDM
no esta
especificamente
optimizado para el
hardware de ninguna
plataforma en
particular.
Adam es un
optimizador

ampliamente utilizado
y suimplementacién en
Python es eficiente.

La velocidad de
entrenamiento en
Python puede verse

afectada por las
limitaciones del
hardware utilizado
(Intel Core i7-1165G7,
16 GB RAM).

En Python se logrd

obtener el maximo de
resultados del 70.72%.
Python ofrece una gran
flexibilidad y facilidad
de uso, pero puede
requerir mas tiempo
para la creacion vy
depuracion de codigo.

El proceso que toma 12
horas en Python para
su ejecucion (Equipo
1), toma solo 3 horas en
MATLAB (Equipo 2).

MATLAB

La implementacion de SGDM en MATLAB esta
optimizada para el hardware de MathWorks, lo que
puede resultar en un entrenamiento mas rapido y
eficiente, especialmente en GPUs.

Aunque Adam se puede utilizar en MATLAB, su
velocidad de ejecucion puede no ser dptima en
comparacion con otras implementaciones mas
optimizadas, especialmente en problemas con
conjuntos de datos muy grandes o modelos
complejos.

MATLAB presenta un procesamiento rapido
gracias a su enfoque optimizado para el analisis y
representacion de datos, incluso con grandes
volimenes de datos. La velocidad de
entrenamiento en MATLAB se beneficia del
hardware mas potente utilizado (AMD Ryzen 9
6900HX, 32 GB RAM).

En MATLAB se logré obtener el maximo de
resultados del 87.30%

MATLAB permite la creacion rapida de cédigo y su
interfaz interactiva facilita la deteccién y correccion
instantanea de errores.

Un proceso que toma 4 horas en Python (Equipo 1),
toma solo 15 minutos en MATLAB (Equipo 2).

Fuente: Elaboracion propia
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6.7 Evaluacion del Modelo en Python

El entrenamiento inicial y final se realizé en Python, por lo que se obtuvo el siguiente resultado:
En este entrenamiento en Python, se realizé con 160.000 imagenes por cada categoria, es decir,
se llevé a cabo el entrenamiento con un total 800.000 imagenes de muestra, de igual forma se
llevo a cabo este entrenamiento con los filtros especificos que se fueron ajustando a medida de
su requerimiento, el cual se inici6 los filtros en 16 y se fue subiendo poco a copo estos filtros

convolucionales, para este entrenamiento se configuraron los siguientes Hiper parametros:

e img _width, img height = 100, 100: Establece las dimensiones de las imagenes de

entrada en 100x100 pixeles.

o Batch_size = 32: Define el tamafio del lote (batch size) para el entrenamiento, es decir,

el nimero de muestras que se procesaran simultdneamente en cada iteracion.

e rescale=1./255: Normaliza los valores de los pixeles de las imagenes al dividirlos por

255, lo que los convierte a un rango de 0 a 1.

o shear_range=0.2: Aplica deformacién de las imagenes durante el aumento de datos

(data augmentation), con un rango de 0.2.

e zoom_range=0.2: Aplica zoom aleatorio a las imagenes durante el aumento de datos,

con un rango de 0.2.

o horizontal_flip=True: Aplica volteo horizontal a las imagenes durante el aumento de

datos.

e epochs = 50: Establece el nimero de épocas (iteraciones completas sobre el conjunto

de datos) para el entrenamiento del modelo.

o optimizer="sgd" Especifica el optimizador utilizado para el entrenamiento del

modelo, en este caso, el gradiente descendente estocastico (SGD).
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o loss='categorical_crossentropy':Define la funcién de pérdida utilizada para el

entrenamiento del modelo, en este caso, la entropia cruzada categorica.

e metrics=['accuracy']: Especifica la métrica de evaluacién utilizada durante el

entrenamiento, en este caso, la precision (accuracy).

Adicional, se evidencio una tabla con informacién de diferentes variables y sus tipos de datos

correspondientes en un entorno de programacion. Algunas de las variables que se muestran

mon nmon

son "batch_size", "categories”, "img_original"”, "log_data", entre otras.

Figura 18. Entrenamiento Python

Value
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no']

Fuente: Elaboracién Propia

Sin embargo, los tipos de datos que se observan en el entrenamiento incluyen listas, enteros,
objetos de directorios de imagenes, generadores de imagenes y arreglos de nimeros flotantes.
Esta informacidn es util para comprender la estructura de datos utilizada en un proyecto o

programa especifico.

Para la validacion de la precision del modelo (train_accuracy y val_accuracy), durante el
entrenamiento de una red neuronal convolucional (CNN) en Python alo largo de varias épocas,
se puede evidenciar que : en el eje X se muestra el nimero de épocas de entrenamiento,
mientras que en el eje y se muestra la precisiéon alcanzada por el modelo tanto en el conjunto

de entrenamiento (train_accuracy) como en el conjunto de validacidn (val_accuracy).
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Figura 19. Precision del Modelo en Python

Precision del modelo

Precisién

o 10 20 30 40 50
Epoca

Fuente: Elaboracién Propia

Ademads, se puede observar un patrén oscilante en ambas curvas de precisiéon, donde
aumentan y disminuyen en diferentes épocas. Idealmente, se espera que la precisién de
entrenamiento sea mayor que la de validacidn, pero no de manera excesiva, ya que esto podria
indicar un sobreajuste del mismo modelo. Incluso , la precisién del entrenamiento es

ligeramente mayor que la precision de validacion (linea azul) en la mayoria de sus épocas.

6.7.1 Matriz de Confusion en Python

En la siguiente matriz de confusién obtenida, se logra evidenciar la clasificacién del
entrenamiento de los datos usados, esta matriz de confusién es una herramienta util para
evaluar el rendimiento del modelo de clasificacién de las patologias, ya que muestra la
distribucién de las predicciones correctas e incorrectas para cada clase. La matriz tiene 5 filas
y 5 columnas, lo que corresponde a las 5 diferentes patologias de patologias. Cada fila
representa las instancias reales de una patologia, mientras que cada columna representa las

predicciones realizadas por el modelo para esa patologia.

Figura 20. Matriz de Confusién Python

Matriz de Confusion
[[128752 5712 4656 11392 9504 ]
[ 10992 113088 7456 10912 17568]

[ 22868 2688 145656 4056 5928]
[ 8992 8976 5616 119296 17136]
[ 5776 5600 4016 4176 140448]]

Fuente: Elaboraciéon Propia
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Los elementos de la diagonal principal (128752, 113088, 145656, 119296, 140448)
representan las instancias que fueron clasificadas correctamente por el modelo para cada
patologia. Por lo tanto, mientras mas grandes sean los valores en la diagonal principal y mas
pequefios los valores fuera de la diagonal, mejor serd el rendimiento del modelo de

clasificacion.

6.8 Evaluacion del Modelo en MATLAB

Esta imagen muestra el progreso de entrenamiento de una red neuronal convolucional (CNN)
a lo largo de 5 épocas. El grafico superior representa la precision y la pérdida durante el
entrenamiento, mientras que el grafico inferior muestra la precisién y la pérdida durante la

validacion.

En el grafico superior, se puede observar que la precisiéon de entrenamiento (linea azul)
comienza en un valor bajo y aumenta gradualmente en cada época, alcanzando un valor
cercano al 100% al final de la época 5. Por otro lado, la pérdida de entrenamiento (linea
naranja) comienza en un valor alto y disminuye progresivamente a medida que se completan

mas épocas.

En el grafico inferior, la precision de validacion (linea azul) también aumenta con cada época,
pero no alcanza valores tan altos como la precisién de entrenamiento. Esto puede indicar
cierto sobreajuste del modelo a los datos de entrenamiento. La pérdida de validacion (linea
naranja) disminuye de manera similar a la pérdida de entrenamiento, pero se mantiene en

valores mas altos.

Los detalles adicionales proporcionados en la imagen indican que se utiliz6 un conjunto de
validacion de tamafio 120, y que el entrenamiento se realizé en una GPU con un programa de

entrenamiento de 5,81 horas.
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Figura 21. Entrenamiento Matlab
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Fuente: Elaboraciéon Propia

En resumen, esta imagen muestra el progreso del entrenamiento de una CNN, donde la
precision aumenta y la pérdida disminuye a medida que se completan mas épocas. Sin
embargo, la diferencia entre la precisién de entrenamiento y validacion sugiere la posibilidad
de sobreajuste, lo que podria abordarse mediante técnicas como la regularizacion o el aumento

de datos.

6.9 Tabla de Entrenamiento MATLAB

Esta tabla proporciona un resumen detallado del progreso y los resultados obtenidos durante
el proceso de entrenamiento de un modelo de aprendizaje automatico en MATLAB, cada fila
de la tabla representa una iteracién o época del entrenamiento, y las columnas contienen

informacién clave sobre diversos aspectos del proceso.

e Laprimera columna, Epoch, indica el nimero de época actual, que representa un ciclo

completo a través del conjunto de datos de entrenamiento.

e La segunda columna, Iteration, muestra el nimero de iteraciéon dentro de la época
actual. Cada iteracion implica el procesamiento de un lote (mini-batch) de datos de

entrenamiento.
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e Latercera columna, Time Elapsed (hh:mm:ss), registra el tiempo transcurrido desde
el inicio del entrenamiento hasta la iteraciéon actual, lo que permite realizar un

seguimiento del progreso temporal.

e La cuarta columna, Mini-batch Accuracy, muestra la precisién del modelo en el lote

actual de datos de entrenamiento.

e La quinta columna, Validation Accuracy, proporciona la precisiéon del modelo en el

conjunto de datos de validacion, lo que permite evaluar su capacidad de generalizacion.

e La sexta columna, Mini-batch Loss, muestra la funcién de pérdida o error del modelo
en el lote actual de datos de entrenamiento.
e La séptima columna, Validation Loss, proporciona la funcién de pérdida del modelo

en el conjunto de datos de validacion.

o Finalmente, la columna, Base Learning Rate, indica la tasa de aprendizaje base utilizada

durante el entrenamiento.

Tabla 6. Entrenamiento Matlab

Epoch Time Elapsed  Mini- Validation Mini- Base
Iteration batch batch Validation Learning
(hh:mm:ss) Accuracy Accuracy Loss Loss Rate
1 1 00:00:40 21.09% 20.70% 19.794 21.266 0.0100
1 50 00:01:35 31.25% 23.34% 16.926 19.319 0.0100
1 100 00:02:29 25.00% 26.41% 16.521 16.627 0.0100
1 150 00:03:23 32.03% 25.39% 16.758 17.251 0.0100
1 200 00:04:18 25.00% 25.00% 16.268 16.696 0.0100
1 250 00:05:14 31.25% 28.86% 16.053 16.432 0.0100
1 300 00:06:09 28.91% 28.81% 15.809 16.132 0.0100
1 350 00:07:04 36.72% 32.33% 14.561 15411 0.0100
1 400 00:07:59 34.38% 29.85% 15.036 15.857 0.0100
1 450 00:08:55 32.81% 32.08% 15.731 15.461 0.0100
1 500 00:09:50 40.62% 30.35% 14.939 15.880 0.0100
1 550 00:10:45 35.16% 32.13% 15.589 15.496 0.0100
1 600 00:11:40 25.00% 33.52% 16.288 15.113 0.0100
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8850
8900
8950
9000
9050
9100
9150
9200
9250
9300
9350
9400
9450
9500
9550
9600
9650
9700
9750
9800
9850
9900
9950
10000
10050
10100
10150
10200
10250
10300
10350
10400
10450
10500
10550
10600
10650
10700
10750
10800
10850

02:46:07
02:47:05
02:48:04
02:49:01
02:50:00
02:50:57
02:51:54
02:52:49
02:53:43
02:54:38
02:55:32
02:56:26
02:57:21
02:58:15
02:59:10
03:00:05
03:01:00
03:01:54
03:02:49
03:03:43
03:04:38
03:05:32
03:06:26
03:07:20
03:08:14
03:09:08
03:10:02
03:10:56
03:11:51
03:12:45
03:13:40
03:14:35
03:15:30
03:16:24
03:17:19
03:18:13
03:19:08
03:20:02
03:20:56
03:21:50
03:22:45

70.31%
64.84%
70.31%
66.41%
74.22%
72.66%
64.84%
73.44%
73.44%
70.31%
68.75%
71.09%
75.00%
72.66%
67.97%
75.00%
75.00%
75.00%
67.19%
67.19%
72.66%
70.31%
71.09%
67.97%
77.34%
73.44%
76.56%
75.78%
74.22%
80.47%
77.34%
76.56%
71.88%
71.09%
75.78%
67.97%
75.78%
82.81%
71.88%
75.78%
76.56%

64.88%
66.23%
67.26%
66.21%
65.60%
66.69%
66.60%
66.97%
67.10%
67.81%
66.85%
66.60%
68.32%
66.94%
67.78%
69.24%
68.83%
68.67%
67.62%
68.08%
69.86%
70.33%
70.37%
70.65%
70.14%
69.01%
70.85%
71.48%
71.21%
71.56%
72.21%
70.23%
71.79%
71.40%
72.55%
70.40%
72.93%
73.26%
72.58%
73.10%
72.80%

0.8447
0.9270
0.8792
0.8677
0.8075
0.8307
0.9026
0.7996
0.7347
0.7915
0.7872
0.8547
0.7250
0.8218
0.8252
0.6603
0.7105
0.6921
0.8413
0.8597
0.8415
0.7820
0.8206
0.7744
0.7275
0.7694
0.6707
0.7235
0.6992
0.5451
0.6783
0.7183
0.6840
0.7769
0.6729
0.7678
0.7602
0.5166
0.8002
0.5662
0.6773

0.9160
0.8984
0.8734
0.8964
0.9032
0.8809
0.8810
0.8673
0.8687
0.8513
0.8755
0.8803
0.8411
0.8684
0.8532
0.8219
0.8369
0.8279
0.8578
0.8437
0.8041
0.7880
0.7886
0.7890
0.7897
0.8254
0.7819
0.7666
0.7685
0.7659
0.7479
0.7881
0.7579
0.7651
0.7406
0.7846
0.7351
0.7188
0.7351
0.7245
0.7293

0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100



Bibliografia

85

(92 IS, BEJ) BN S; BENNS; RS, BENNS) MENN ) BENNS; BENNS2 BRNNS: RENNS) RN J; BENNS; SENNS, NENN S RENNJ) RIS, BENNS; RS, RIS BN S; RIS, BN, RENNS, RIS, BENES; BINNS; BENNS) HENS) RIS, BENNS; GENNS) BENNS) RENNJ) RIS, BENNS; INNS) BENS) RENJ) BN

10900
10950
11000
11050
11100
11150
11200
11250
11300
11350
11400
11450
11500
11550
11600
11650
11700
11750
11800
11850
11900
11950
12000
12050
12100
12150
12200
12250
12300
12350
12400
12450
12500
12550
12600
12650
12700
12750
12800
12850
12900

03:23:39
03:24:33
03:25:27
03:26:21
03:27:15
03:28:10
03:29:05
03:30:00
03:30:55
03:31:49
03:32:44
03:33:39
03:34:34
03:35:29
03:36:23
03:37:18
03:38:13
03:39:08
03:40:03
03:40:58
03:41:53
03:42:48
03:43:43
03:44:38
03:45:33
03:46:27
03:47:22
03:48:17
03:49:12
03:50:07
03:51:02
03:51:56
03:52:51
03:53:46
03:54:41
03:55:35
03:56:30
03:57:25
03:58:19
03:59:14
04:00:09

78.12%
68.75%
77.34%
82.81%
78.12%
74.22%
74.22%
75.00%
79.69%
76.56%
79.69%
80.47%
75.78%
71.88%
78.12%
78.12%
77.34%
78.91%
75.78%
78.91%
83.59%
78.12%
80.47%
87.50%
77.34%
80.47%
78.12%
84.38%
82.81%
75.00%
87.50%
85.16%
78.12%
73.44%
84.38%
84.38%
78.12%
85.16%
84.38%
82.03%
84.38%

73.26%
71.67%
74.23%
73.12%
74.54%
73.59%
73.92%
74.64%
75.03%
74.37%
73.90%
74.82%
73.38%
75.08%
75.04%
75.15%
76.58%
76.78%
76.10%
76.14%
75.47%
76.54%
77.10%
77.18%
74.77%
75.18%
76.68%
77.45%
76.00%
77.46%
79.06%
77.74%
78.04%
78.92%
78.03%
78.12%
78.83%
79.97%
79.98%
79.66%
78.66%

0.6401
0.7887
0.6139
0.5772
0.5866
0.7151
0.6767
0.6228
0.6431
0.5963
0.5849
0.5505
0.7176
0.7328
0.5943
0.5702
0.5644
0.5969
0.6194
0.5688
0.4784
0.6008
0.5272
0.4624
0.6323
0.5974
0.5798
0.4842
0.4735
0.5707
0.4587
0.4333
0.5389
0.6618
0.5159
0.4822
0.6069
0.4817
0.4273
0.4981
0.4700

0.7152
0.7545
0.6951
0.7173
0.6963
0.7085
0.7015
0.6906
0.6766
0.6900
0.7002
0.6780
0.7061
0.6792
0.6769
0.6698
0.6439
0.6393
0.6386
0.6475
0.6651
0.6361
0.6261
0.6224
0.6714
0.6662
0.6290
0.6080
0.6409
0.6066
0.5737
0.6021
0.5975
0.5804
0.5971
0.5934
0.5786
0.5561
0.5452
0.5566
0.5797

0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
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12950
13000
13050
13100
13150
13200
13250
13300
13350
13400
13450
13500
13550
13600
13650
13700
13750
13800
13850
13900
13950
14000
14050
14100
14150
14200
14250
14300
14350
14400
14450
14500
14550
14600
14650
14700
14750
14800
14850
14900
14950

04:01:05
04:01:59
04:02:55
04:03:50
04:04:45
04:05:40
04:06:35
04:07:30
04:08:25
04:09:20
04:10:15
04:11:10
04:12:05
04:13:00
04:13:55
04:14:50
04:15:45
04:16:40
04:17:35
04:18:30
04:19:25
04:20:20
04:21:15
04:22:10
04:23:05
04:24:00
04:24:55
04:25:50
04:26:44
04:27:39
04:28:34
04:29:29
04:30:24
04:31:18
04:32:13
04:33:08
04:34:02
04:34:57
04:35:52
04:36:47
04:37:41

80.47%
86.72%
82.03%
83.59%
78.91%
87.50%
73.44%
78.91%
86.72%
84.38%
80.47%
82.81%
80.47%
83.59%
78.91%
85.16%
77.34%
82.81%
81.25%
82.81%
82.81%
82.81%
86.72%
82.81%
93.75%
82.03%
91.41%
79.69%
87.50%
86.72%
84.38%
89.84%
88.28%
89.06%
89.06%
90.62%
86.72%
82.81%
87.50%
87.50%
85.94%

80.11%
79.93%
80.31%
79.80%
79.23%
78.07%
79.75%
80.61%
80.13%
80.75%
80.00%
80.59%
80.94%
81.39%
79.09%
81.12%
80.69%
82.01%
80.85%
79.16%
81.74%
82.12%
81.68%
82.22%
81.81%
83.05%
82.46%
81.09%
80.98%
83.31%
82.48%
83.21%
81.89%
82.37%
83.39%
79.81%
82.03%
83.60%
83.59%
83.58%
81.15%

0.5873
0.4329
0.5075
0.4431
0.4973
0.4775
0.6544
0.5391
0.3930
0.4392
0.5172
0.4259
0.5153
0.5066
0.5422
0.3641
0.4865
0.4748
0.4166
0.4977
0.4358
0.4667
0.3524
0.4096
0.2735
0.4300
0.3220
0.5407
0.4110
0.3939
0.4277
0.3024
0.3170
0.3429
0.3559
0.2959
0.4242
0.4760
0.3399
0.4026
0.4626

0.5477
0.5496
0.5449
0.5504
0.5692
0.5923
0.5518
0.5342
0.5458
0.5234
0.5501
0.5303
0.5196
0.5070
0.5666
0.5127
0.5252
0.4964
0.5289
0.5668
0.5021
0.4912
0.5051
0.4909
0.4937
0.4692
0.4775
0.5120
0.5178
0.4605
0.4778
0.4675
0.4957
0.4775
0.4524
0.5410
0.4932
0.4416
0.4503
0.4558
0.5048

0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
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15000
15050
15100
15150
15200
15250
15300
15350
15400
15450
15500
15550
15600
15650
15700
15750
15800
15850
15900
15950
16000
16050
16100
16150
16200
16250
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04:38:35
04:39:31
04:40:28
04:41:25
04:42:22
04:43:17
04:44:13
04:45:10
04:46:07
04:47:05
04:48:03
04:49:02
04:50:00
04:50:59
04:51:58
04:52:58
04:53:57
04:54:55
04:55:54
04:56:53
04:57:52
04:58:51
04:59:50
05:00:49
05:01:48
05:02:48

89.84%
86.72%
84.38%
90.62%
89.06%
85.94%
85.94%
85.94%
85.16%
89.84%
82.03%
87.50%
87.50%
79.69%
88.28%
86.72%
87.50%
87.50%
90.62%
87.50%
89.84%
89.06%
87.50%
93.75%
85.94%
86.72%

83.20%
83.82%
82.64%
84.21%
84.46%
84.94%
84.94%
82.85%
83.76%
85.10%
84.39%
84.86%
84.76%
84.01%
85.16%
84.05%
84.03%
84.08%
85.24%
86.06%
86.42%
85.54%
84.57%
86.90%
84.33%
83.73%

0.3599
0.3570
0.4299
0.3587
0.3534
0.4465
0.3882
0.4027
0.3749
0.3029
0.4293
0.3425
0.3793
0.5066
0.3025
0.4412
0.3467
0.3405
0.3229
0.3689
0.2995
0.3831
0.3702
0.1977
0.3918
0.3845

Fuente. Elaboracion del Entrenamiento de la CNN

0.4586
0.4463
0.4702
0.4315
0.4300
0.4132
0.4159
0.4659
0.4414
0.4163
0.4256
0.4167
0.4202
0.4402
0.4138
0.4366
0.4386
0.4335
0.4057
0.3937
0.3865
0.4043
0.4205
0.3678
0.4254
0.4428

0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100
0.0100

Por lo tanto, esta tabla brinda una visién general completa del progreso del entrenamiento,

incluyendo métricas de precision, pérdida, tiempo transcurrido y tasa de aprendizaje, tanto

para los datos de entrenamiento como para los de validacion.

6.10 Generalizacion del Modelo

Se considera la robustez del modelo entrenado, frente a las diferentes condiciones de los datos:
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6.10.1 Validacion de la Generalizacion del Modelo

La capacidad de un modelo para hacer predicciones precisas en datos no vistos, es decir, datos
que no se usaron durante el entrenamiento, se conoce como generalizacion. La evaluacién del
desemperfio del modelo en un conjunto de datos de prueba independiente es necesaria para
validar su capacidad para generalizar patrones aprendidos durante el entrenamiento. Para
evaluar de manera efectiva la generalizacion del modelo, se pueden utilizar métodos como la
divisién de datos en conjuntos de entrenamiento y prueba, la validacion cruzada y la validacion

fuera de la muestra (LeCun, 2015).

6.10.2 Consideracion de la Robustez del Modelo

La capacidad del modelo para mantener un rendimiento consistente y preciso en diferentes
condiciones o distribuciones de datos se conoce como robustez del modelo. Esto incluye
cambios en la naturaleza o la calidad de los datos de entrada, asi como perturbaciones o ruido
en los datos. Se pueden utilizar métodos como el aumento de datos, la regularizacion, el uso de
arquitecturas de modelos mas complejas y la incorporacién de técnicas de preprocesamiento
de datos que reducen la sensibilidad a las variaciones en los datos de entrada para aumentar

la robustez del modelo (Hastie, 2009).
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7.Construccion Aplicativo

A continuacioén, se presentan una descripcién de los elementos que se tuvieron en cuenta al

momento de realizar la planeacién y estructuracion del aplicativo.

7.1 Definicion del Producto

Se elaborara un aplicativo que permita verificar si una radiografia de térax enviada por el
usuario presenta alguna de las patologias pulmonar como lo es: Atelectasia, Infiltracion, Masa,
No6dulo o si es un Pulmdn Sano; ya que la aplicacion utilizara redes neuronales convolucionales

para dar dicho diagnostico.

El Producto entregado sera un aplicativo con una base de datos relacional en MySql, y un api
creado en Mathlab que serd la encargada de emitir la validacion de las imagenes diagnostico

enviadas por el usuario y que a su vez realizara la gestion de los usuarios.

7.2 Requerimientos Especificos

7.2.1 Interfaces de Usuario

Las interfaces del sistema serdn adaptables, lo que significa que se veran bien en cualquier

navegador o dispositivo, ya sea un teléfono mévil o una computadora de escritorio.

7.2.2 Requerimientos de Persistencia

Se empleard Mysql, un sistema de base de datos, para almacenar los diagndsticos y la

informacion de los usuarios.
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7.2.3 Tabla de Requerimientos Funcionales

De acuerdo con los requerimientos iniciales, se define la siguiente tabla de requerimientos:

R-01

R-02
R-03

R-04

R-05

R-06

Tabla 7. Tabla de Requerimientos

Permitir a los usuarios del sistema realizar un registro en la plataforma

Permitir a los usuarios del sistema poder realizar operaciones tipo CRUD en sus
datos personales.

Permitir al usuario del sistema iniciar sesion en la aplicacién web

Permitir al usuario del sistema cerrar sesion en la aplicacion web

Permitir al usuario cargar una imagen desde su dispositivo, para realizarle el
respectivo diagndstico

Permitir al usuario conocer la informacién del diagnostico generado de la imagen
cargada previamente

Fuente: Elaboracién Propia

CRUD: Termino técnico utilizado en el desarrollo de software que se refiere a un conjunto de

operaciones basicas que se pueden realizar en los datos almacenados en una base de datos o

cualquier otro sistema de almacenamiento de datos.

CRUD es un acréonimo de:

Create (Crear): Permite crear nuevos registros o entradas en la base de datos.

Read (Leer): Permite leer o recuperar registros existentes de la base de datos.

Update (Actualizar): Permite actualizar o modificar registros existentes en la base de

datos.

Delete (Eliminar): Permite eliminar registros existentes de la base de datos.
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7.3 Diagrama general de actores

Diagrama general de los actores que interactian con el sistema:

Figura 22. Actores Involucrados

Usuario Meédico

Fuente: Elaboracién Propia

7.4 Diagrama general de casos de uso

Los diagramas de las acciones que se pueden ejecutar dentro de la aplicacién se presentan a

continuacion para facilitar la comprension de las opciones disponibles para los usuarios.

7.4.1 Caso de uso ejecucion aplicativo web

En el siguiente diagrama describe los pasos que debe recorrer el usuario cuando interactia

con el aplicativo para la validacidn de la imagen.

Figura 23. Interaccidn aplicativo web

— | Cu2Registo \
Ejecucién APP

>ro

CU3 Cemar Sesion|

Usuario

Fuente: Elaboracién Propia
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7.4.2 Caso de uso para seleccion de patologia

En el siguiente diagrama se describe el recorrido que debe realizar el usuario cuando carga la

imagen diagnostica para identificar la patologia detectada.

Figura 24. Seleccién de Patologia

Extena

CUS Atslectasia

CUT Masa

€UB Nodula

Include

Fuente: Elaboraciéon Propia

7.4.3 Caso de uso para cargue de la imagen

En el siguiente diagrama se evidencia el proceso cuando se realiza el cargue de la imagen.

Figura 25. Cargue de Imagen

clue
G4 Salocoiones
™| Patokogia

Include

Fuente: Elaboracién Propia

7.4.4 Caso de uso de generacion de diagnostico

En el siguiente diagrama se puede observar el proceso que realiza el aplicativo para emitir el

diagnostico de la imagen cargada por el usuario.
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Figura 26: Generacion de Diagndstico

Extend

CUB Generar

CUB Visualzar

Resuliado

Usuario

Diapnoslico

Include

| CUB Cermar Sasidn

Fuente: Elaboraciéon Propia

7.4.5 Casos de uso para los requerimientos

Se presenta los formatos generados para los casos de uso requeridos en el aplicativo

7.4.6 Caso de uso inicio de sesion

La tabla presente, se describe los requisitos que se debe tener en cuenta para el inicio de la

sesion en la plataforma del aplicativo.

Tabla 8. Requisitos del usuario para iniciar sesién en la plataforma

Cu_01 Inicio de sesidn en el sistema Usuario (Medico)

Responsabilidad (Descripcion del caso de uso):

Permitir que los usuarios inicien sesién en la aplicaciéon web para interactuar con el sistema.

Tipo de CU:

Primario

Precondicion:

El usuario para poder interactuar con la
aplicacion debe realizar este proceso de
registro CU_02

Flujo eventos

Acciones del usuario:

Dependencias:
CU_02

Postcondicion:

Luego de ejecutar este CU el usuario estara
habilitado para interactuar con Ila
aplicacion, ya sea para realizar
diagndsticos o editar su perfil

Acciones del sistema:
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1. El wusuario deberd ingresar los datos
correspondientes al inicio de sesi6on en el
formulario, como son: correo del usuario y
contrasefa

Flujo Excepcidon de eventos

1. Cuando el usuario realiza un clic en el botén
“Ingresar”. El sistema valida que el usuario
exista en el sistema y que haya ingresado las
credenciales correctamente

3. Si el usuario olvida sus contrasefias debe
contactarse con el soporte para restablecer la
contrasefa

2. Valida credenciales ingresadas si
corresponden lo redirigira al usuario a la
pagina principal

2. Si las credenciales son errdneas el
usuario no accederi al sistema

Fuente: Elaboraciéon Propia

7.4.7 Caso de uso registro en el aplicativo

La tabla presente, se describe el proceso que se debe realizar para el registro del usuario en el

aplicativo.

Tabla 9. Requisitos del usuario para registrarse en la plataforma

CU_02 Registro de usuarios en el sistema Usuario (Medico)

Responsabilidades (Descripcion del caso de uso):

El usuario deber registrar sus datos personales ademas le permite hacer operaciones CRUD

a estos datos.
Tipo de CU:

Primario

Precondicion:

Para que el usuario pueda interactuar con la
aplicacion debe realizar este proceso de
registro.

Flujo de eventos

Acciones usuario:

1. El usuario deberd ingresar los datos
correspondientes  solicitados  por el
formulario, como los son: nombres del
usuario, correo del usuario y contrasefia.

Dependencias:
Ninguna
Postcondicion:

Luego de ejecutar este CU el usuario
quedara registrado en la aplicacién, para
luego iniciar sesidn utilizando el correo y la
contrasefla previamente creada.

Acciones del sistema:

2. Una vez creado el usuario en la base de
datos de la aplicacion, el sistema mostrara
un mensaje de éxito indicando la correcta
creacion del usuario.
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Flujo Excepcidon de eventos

1. Cuando el usuario hace clic en el boton = 2. Si el usuario ya estd registrado, el sistema
“Registrar”. El sistema valida que el usuario  le informara que ya tiene una cuenta.
no exista en el sistema.

Fuente: Elaboraciéon Propia

7.4.8 Caso de uso cierre de sesion
La tabla presente, se describe los requisitos que se debe tener en cuenta para cerrar sesion en

la plataforma del aplicativo.

Tabla 10. Requisitos del usuario para cerrar sesiéon

CU_03 Cerrar sesion en el sistema Usuario (Medico)

Responsabilidades (Descripcion del caso de uso):

Permitir a los usuarios que inicien sesion en la aplicacion puedan salir del sistema.

Tipo de CU: Dependencias:

Primario CU_01,CU_02

Precondicion: Postcondicion:

Para cerrar sesion en la aplicacion el Luego de ejecutar este CU el usuario el usuario
usuario debe haber iniciado sesion. debera cerrar sesion en su perfil y sera redirigido a

la pantalla de inicio de sesidn.

Flujo de eventos

Acciones usuario: Acciones del sistema:

1. El usuario ingresa al menu y 2. La aplicaciéon muestra la pantalla de inicio de
da clic en el botéon de cerrar sesion.

sesion.

Flujo Excepcién de eventos
Fuente: Elaboracién Propia

7.4.9 Caso de uso registro clinico

La tabla presente, se describe los procesos que se debe tener en cuenta para llegar a realizar

el proceso de registro clinico.
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Tabla 11. Requisitos para el registro clinico

CU_04 Registro clinico Usuario (Medico)

Responsabilidades (Descripcion del caso de uso):

Permitir que el usuario que inicio sesiéon pueda realizar el registro clinico del paciente

Tipo de CU: Dependencias:
Primario CU_01,CU_02,CU_03
Precondicion: Postcondicion:

Para que el usuario pueda interactuar con la Luego de realizar el registro clinico
aplicacion debe realizar este proceso de registro e se debera cargar la imagen.
inicio de sesion CU_01, CU_02

Flujo de eventos

Acciones usuario: Acciones del sistema:

1. El wusuario debera diligenciar los campos
pertinentes para el debido registro clinico del
paciente, como lo son: Numero de Identificacion,
nombre(s),apellidos, fecha de nacimiento, email,
teléfono, celular, direccidn, ciudad, ocupacién y notas
en caso de ser requerido.

2. Una vez realizado el registro
podra validar la patologia.

Flujo Excepcion de eventos

Fuente: Elaboracién Propia

7.4.10 Caso de uso para cargar imagen
La tabla presente, se describe el proceso que se debe tener en cuenta para poder cargar una

imagen diagnostica.

Tabla 12. Requisitos del usuario para cargar una imagen

CU_08 Importar imagen Usuario
(Medico)

Responsabilidades (Descripcion del caso de uso):

Permitir que los usuarios puedan subir la imagen que desean diagnosticar.

Tipo de CU: Dependencias:
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Primario CU_02,CU_3,CU_04

Precondicion: Postcondicion:

Para que el usuario pueda interactuar con la aplicacién  Luego de ejecutar este caso de

debe realizar este proceso de registro, inicio de sesién  uso el usuario estara habilitado

y haber diligenciado el registro clinico. para conocer el diagnostico que
obtuvo la imagen cargada.

Flujo Normal de eventos

Acciones usuario: Acciones del sistema:

1. El usuario ingresa los datos correspondientes del

formulario sobre el paciente como: Numero de 2. Una vez creado el archivo es
Identificacion, nombre(s),apellidos, fecha  de seleccionado, ya estd lista la
nacimiento, email, teléfono, celular, direccién, ciudad, aplicacion para generar el
ocupacién y notas en caso de ser requerido, para diagnostico.

finalmente da clic sobre el bot6n de seleccionar archivo,

alli se mostrara una ventana que le permitird

seleccionar el archivo desde su dispositivo.

Flujo Excepcién de eventos

1. Cuando el archivo es muy pesado, el sistema
tardard mas de lo normal en notificar el correcto

cargue del mismo.
Fuente: Elaboracién Propia

7.4.11 Caso de uso para visualizar resultados

La tabla presente, se describe el proceso que se debe tener en cuenta para poder visualizar los

resultados obtenidos tras el cargar la imagen diagnostica.

CU_09 Visualizar resultado Usuario
(Medico)

Responsabilidades (Descripcion del caso de uso):

Permitir al usuario conocer el diagnéstico que la imagen carga en sistema.

Tipo de CU: Dependencias:
CU_02, CU_03, CU_04,
Primario CU_07,CU_08

Precondicion: Postcondicion:
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Para que el usuario pueda interactuar con la aplicacién
debe realizar este proceso de registro, inicio de sesidn,
ademas debe haber seleccionado la patologia a analizar y
haber cargado la imagen CU_02, CU_03,
CU_04,CU_07,CU_08.

Flujo Normal de eventos

Acciones usuario:

1. El usuario debe dar clic en el botdn clasificar imagen y se
despliega un testo que me indica muestra el andlisis
obtenido.

Flujo Excepcion de eventos

1.Que no se reciba la respuesta del diagndstico por
demoras en conexién.
Fuente: Elaboracién Propia

7.5 Interfaz grafica de usuario

El usuario puede volver arealizar
toda la interaccibn con la
aplicacion.

Acciones del sistema:

A continuacioén, se presenta la interfaz grafica del sistema denominado Lung dx, el cual esta

por cada caso de uso que se presenta en el sistema.

7.5.1 Inicio de sesion

Para iniciar sesién se debe de ingresar los datos correspondientes como lo son: Correo

electrénico y contrasefia.

Figura 27. Inicio de Sesioén

LUNG DX
Precision en cada
respiracion

LumgDX

Fuente: Elaboracién Propia
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7.5.2 Registro en el aplicativo

En este apartado, podrad el usuario realizar el registro inicial para poder acceder a la

plataforma.

Figura 28. Registro en el aplicativo

Fuente: Elaboracién Propia

7.5.3 Registro Clinico

En este entorno se podra realizar el registro del caso clinico del usuario a evaluar.

Figura 29. Registro Clinico

Registro - Consulta DX Imagen a clasificar

Fuente: Elaboracién Propia

7.5.4 Cargar una imagen

Se podra realizar el cargue de la imagen diagnostica a evaluar, en caso de no subir en el tamafio

requerido la plataforma lo convertida en el tamafio ideal para su deteccion.
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Figura 30. Cargue de Imagen

Registro - Consulta DX Imagen a clasificar

Elegic archivo | ¥ Upload

Cédula de Cuudadania

Fuente: Elaboracién Propia

7.5.5 Visualizacion de Resultados

Después de realizar el cargue de la imagen, se podra visualizar el diagnostico de la patologia

pulmonar.

Figura 31. Visualizacién de Resultados

I Imagen a clasificarl

Seleccionar archivg

agen Cargada

Fuente: Elaboracién Propia

7.5.6 Cierre de sesion

Mediante el botdn de cierre de sesion, se podra realizar el cierre de la sesién del usuario en la

plataforma.

Figura 32. Cierre de Sesion

Registro - Consulta DX Imagen a clasificar

Dogr arvea Upioad

Fuente: Elaboracion propia
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7.6 Conexion al Aplicativo Long dx

Para acceder al aplicativo, se debera realizar la descarga e instalaciéon de la VPN llamada

hamachi.

Figura 33. VPN Hamachi

@Hamachi.c

Create virtual private networks on-demand

LogMeln Hamachi is a hosted VPN service that lets you securely extend LAN-like networks
to distributed teams, mobile workers and your gamer friends alike. In minutes

Fuente: VPN Hamachi (Center)

7.6.1 IP de conexion al aplicativo

Luego de realizar la instalacion de la VPN, se debera acceder al navegador de confianza y

acceder ala IP 25.20.32.249:8000 y desde alli podra acceder al sistema.

Figura 34. IP de Acceso al aplicativo

LUNG DX
Precision en cada
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8.Analisis de Resultados

El analisis de los resultados del entrenamiento de la CNN, es importante por varias razones:

o Hipétesis validada: Los resultados se pueden analizar para determinar si la CNN esta
cumpliendo con los objetivos de la investigacion. Si los resultados cumplen con las

expectativas, fortalece la hip6tesis del proyecto (medio, 2015).

e Optimizacion del Modelo: Se pueden encontrar areas de mejora en el modelo al
analizar los resultados de la CNN; esto puede incluir la recopilacion de datos,
modificaciones en la arquitectura de la red o los hiper parametros. Con base a esto, la
optimizacién continua es fundamental para mejorar el rendimiento y la eficacia del

modelo (Courville, 2016).

e Generalizacion y Aplicabilidad: Un anilisis ayuda a determinar si la CNN puede
generalizar los patrones aprendidos de los datos de entrenamiento a datos nuevos y
no vistos, esto es esencial para garantizar que el modelo sea valido en situaciones del
mundo real, ademas del conjunto de datos utilizado en la investigacion (Bernal

Cardenas, 2018).

o Identificacion de sesgos y limitaciones: El analisis cuidadoso de los resultados
puede revelar sesgos en el conjunto de datos o limitaciones en la capacidad del modelo
para capturar la complejidad de los datos, teniendo en cuenta que es esencial para
comprender los limites del modelo y evitar llegar a conclusiones incorrectas (Erick

Moen, 2019).
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e Comunicaciony reproducibilidad: los resultados de la evaluacion, es una base sélida
para informar a la comunidad cientifica sobre los resultados de la investigacién.
Ademas, una evaluacion detallada facilita que otros investigadores reproduzcan los
hallazgos, lo que promueve la transparencia y la confiabilidad en la ciencia (Fawcett,

2009).

Teniendo en cuenta esto, Se trabaj6 con un conjunto de imagenes médicas que inicialmente
tenian un tamafio no especificado; aunque se suponia que las imagenes estaban en escala de
grises, en realidad contenian informacion a color, por lo que se realizé un realce de contraste

para convertirlas a imagenes binarias de 1024x1024x1.

Posteriormente, se realizaron pruebas de entrenamiento y validacién de modelos de
aprendizaje automatico en Python, utilizando los algoritmos ADAM y SGM. Sin embargo, en
ninguno de los casos se logro superar el 30% de precision en el aprendizaje. Con el algoritmo
ADAM, se obtenian resultados con baja precision y alta discrepancia entre entrenamiento y
validacion. Por su parte, SGM arrojaba matrices de confusidn con errores significativos entre

las diferentes caracteristicas a determinar.

Debido al alto consumo de recursos y tiempos prolongados en Python, se opté por cambiar el
entorno de desarrollo a MATLAB. Inicialmente, en MATLAB se obtuvieron resultados
aproximados del 30%, similares a los de Python, pero con una gran discrepancia entre los
valores de entrenamiento y validacién, y errores importantes en las matrices de confusidn.
Para intentar mejorar los resultados, se realiz6 la variacidon de los hiper parametros de los
modelos, como el niimero de capas, tanto en Python como en MATLAB. En Python, se probaron
modelos SGM y ADAM con diferentes cantidades de capas, pero agregar mas capas generaba
un sistema con demasiados hiper parametros, lo cual no era 6ptimo dado el conjunto de datos

disponible.

En MATLAB, se trabajo con el algoritmo ADAM, que habia mostrado mejores resultados que en
Python, pero aun variando los hiper parametros, lograron obtener buenos resultados del
87.30% de precision con el consumo de recursos menor. Del conjunto total de 80.008 imagenes
por categoria, se utilizaron 70.000 imagenes para el entrenamiento de manera aleatoria, y las

10.008 imagenes restantes se reservaron para la validacién adicional y externa del modelo.
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Los hiper parametros establecidos incluyeron la utilizaciéon de una unidad ReLU, cuatro capas
convolucionales con filtros de 3x3 (con 8, 16, 32, 64 y 128 filtros en cada capa), capas
completamente conectadas, 6 épocas de entrenamiento y una frecuencia de validaciéon de 50

imagenes.

Posteriormente, se decidié exportar el modelo para hacerlo multiplataforma y probarlo en
otros entornos, realizando el andlisis de la compatibilidad de las extensiones de modelo
generadas (.h5, .mat y .json) entre los entornos de MATLAB y Python. Se encontré que, si bien
existian estas extensiones en ambos entornos, habia discrepancias de base en la construccion

de los modelos que impedian su compatibilidad.

Especificamente, al exportar el modelo a.mat, no era reconocible ni adaptable a nivel matricial
en Python. Por lo tanto, se optd por migrar el modelo a archivos JSON, lo que generd dos
archivos: uno para el almacenamiento general del modelo y otro para los pesos e hiper
parametros. Sin embargo, ain existian incompatibilidades menores, como la busqueda de

ciertas variables por parte de Python que MATLAB no utiliza en los archivos JSON.
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9.Conclusiones, recomendaciones y trabajos
futuros

9.1 Conclusiones

Las CNN son generalmente la mejor opcidn para tareas de visiéon por computadora en
entornos donde se requiere alta precisiéon y recursos computacionales adecuados,
logrando una comparacion y precision, eficiente y escalable de las CNN entre Python y
MATLAB.En comparacion con otros métodos o modelos tradicionales, las CNN suelen
ofrecer una precisién superior en tareas de visibn por computadora.
La escalabilidad y la eficiencia computacional varian segin la implementacion

especifica de Python o MATLAB y el hardware disponible.

Se evidencio que, mediante la variacion de la configuracion de los hiper pardmetros,
como el niumero de capas y el tipo de unidades utilizadas, fue crucial para mejorar el
rendimiento del modelo. En MATLAB, la configuracion 6ptima incluy6 la utilizacion de
la unidad ReLU, cuatro capas convolucionales, un nimero especifico de filtros y épocas
de entrenamiento, lo que permiti6 alcanzar una precision mayor en comparaciéon con

las configuraciones probadas en Python.

Se logro identificar que , la exportacién del modelo en formato .H5 para su uso
multiplataforma revelé incompatibilidades significativas entre MATLAB y Python,
aunque ambos entornos soportaban extensiones de modelo similares, las diferencias
fundamentales en la construccion de los modelos y la busqueda de variables

especificas dificultaron la compatibilidad. La solucidn parcial fue migrar el modelo a
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archivos JSON, pero aun con incompatibilidades se seguian presentando ya que el

modelo buscaba la estructura definida que los archivos de conversion no tenian.

e De igual forma, el cambio del entorno de desarrollo a MATLAB resulté en mejoras
significativas en el rendimiento del modelo; aunque los resultados iniciales eran
comparables a los obtenidos en Python, las posteriores optimizaciones de hiper
parametros llevaron a un aumento considerable en la precisiéon del modelo mismo,
alcanzando un 87.30% de precision. Este incremento, junto con un menor consumo de
recursos, demuestra la ventaja de MATLAB para este tipo de procesamiento en

comparacion con Python.

e Las CNN son una herramienta poderosa de andlisis de datos, con una gran capacidad
de aprender generando nuevas oportunidades en varios campos. Sin embargo, para
saberlas aprovechar hay que aceptar nuevos retos como es la interpretaciéon de los
modelos, la investigacién continua e integracion de nuevas técnicas para asi aplicarlas

tanto en la tecnologia como en la ciencia.

9.2 Recomendaciones y Trabajos Futuros

En el actual trabajo, se implementd el desarrollo del entrenamiento de las CNN bajos dos
algoritmos Adam y SGDM y desarrollados en los ambientes de Python y Matlab arrojando

diferentes resultados para la detecciéon de las patologias pulmonares.

En la busqueda de las imagenes en las diferentes fuentes, se encontrd que estas no poseen
buena calidad de esta, lo que hace que se tenga que realizar procesos de preprocesamiento y
analisis de las imagenes, realizando actividades como clasificacion y segmentacion, logrando
optimizar la textura para capturar las caracteristicas mas relevantes de las imagenes
diagnosticas. Asi mismo, en el entrenamiento de las CNN se identificé que la falta de equipo
con caracteristicas mas robustas tanto en memoria y Procesamiento pueden ralentizar el

proceso de entrenamiento, por lo que se recomienda infraestructuras como lo es Azure o AWS,
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que puedan garantizar las arquitecturas mas eficientes para este tipo de procesos. Sin
embargo, bajo el tipo de infraestructura manejado en el desarrollo de este proyecto, se logrd

alcanzar una precision del 70,72% con Python y una precision del 87,30% en Matlab.

Por otra parte, se puede promover la colaboracién entre diferentes instituciones académicas,
hospitales y centros de investigaciéon colombianos para desarrollar conjuntos de datos mas
grandes y diversos de imagenes médicas como lo son las radiografias, tomografias
computarizadas, etc. de pacientes con precedentes de patologias pulmonares, lo cual

permitiria entrenar modelos de CNN mas robustos y generalizables para esta deteccidn.

Ademas, realizar las investigaciones pertinentes para desarrollar técnicas y mejorar la
compatibilidad y portabilidad de los modelos de CNN entrenados entre Python y MATLAB, ya
que por medio de la ejecucién de este proyecto se evidencio las incompatibilidades al intentar
exportar los modelos en formatos como .h5, .mat y json, lo que dificulté su uso en diferentes
plataformas. De igual forma, fomentar la colaboracién entre grupos de investigacion en
Colombia que trabajen con CNN en Python y MATLAB para el intercambio de conocimientos,
recursos y mejores practicas en la implementacioén de estas tecnologias para la deteccion de

cancer de pulmonar y otras enfermedades respiratorias.

Por ultimo, poder establecer programas de capacitacién continua para profesionales de la
salud como médicos, radi6logos, enfermeros, etc. en el uso e interpretacion de los resultados
de los modelos de CNN para la deteccion de patologias pulmonares, esto fomentaria la

confianza y la adopcién de estas herramientas en la practica clinica.
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A. Anexo: Estructura Inventario
Imagenes

A continuacidn, se presenta la estructura del inventario de las imagenes diagnosticas usadas

para el entrenamiento de la CNN.

e Pulmoén sano

Figura 35. Pulmén Sano

Fuente: Pulmén Sano (NIH, s.f)

e Masa

Figura 36. Masa en Pulmén

Fuente: Pulmoén Sano (NIH, s.f))
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e Infiltracion Pulmonar

Figura 37. Infiltracién Pulmonar

Fuente: Pulmoén Sano (NIH, s.f))

e Atelectasia

Figura 38. Atelectasia
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Fuente: Pulmodn Sano (NIH, s.f))

e Noédulo Pulmonar

Figura 39. N6dulo Pulmonar

Fuente: Pulmodn Sano (NIH, s.f))
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